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Abstract: With the development of information and communication technology, mobile phones have become an

indispensable part of human daily life. Human activities have gradually extended from real space to cyberspace.

The online behavior of cyberspace in the era of mobile Internet is inseparable from the travel behavior of real

space. The current individual travel behavior predictive modeling is less concerned with the relationship between

online behavior and travel behavior. A mobile phone user stay behavior prediction model based on the

characteristics of online app usage behavior is proposed. Firstly, the time-space constraint is used to define the

mobile phone user's stay behavior. Then, from multi- source data, the paper extracts the individual travel

behavior's space- time preference, the app usage characteristics such as the APP combination, Internet traffic,

Internet access times and other Internet behavior characteristics and weather information, etc. Feature

engineering is done in a time and space crossing way, and the mobile phone user stay behavior prediction model

with high interpretability from feature to model is constructed. We found the following from the experimental

results: (1) The prediction accuracy of the model is 80.31% . After the integration of online behavior

characteristics, weather and other external factors, the prediction accuracy is improved by 12.08% , compared

with the model only using individual travel characteristics. (2) The prediction accuracy of the model is higher

than that of Support Vector Machine (SVM) and Gradient Boosting Decision Tree (GBDT). And it is 1.23%

lower than that of Random Forest (RF), but the model in this paper runs faster than RF, and the model solving

process is easy to understand and interpretable. Besides, the first- order Markov model has a small amount of

calculations and a fast running speed, but the accuracy is low. In general, the model in this paper has higher

accuracy and fast running speed, which is more suitable for mobile phone user stay behavior prediction.

(3) There is a big difference in the prediction accuracy of different users' stay behaviors prediction. The

prediction accuracy of most users is concentrated between 70% and 90% . The highest prediction accuracy is

98.2% , and the worst prediction accuracy is 34.5% . (4) Among the app usage characteristics, the APP
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combination, Internet traffic and Internet access times contribute more to the prediction of mobile user stay

behavior. The use of navigation, news and office apps has a particularly significant impact on the prediction

results. In addition, comparing to the historical travel behavior characteristics, travel distance and activity radius

in the current period have a stronger impact on the prediction of mobile phone user stay behavior.

Key words: mobile phone location data; mobile Internet data; mobile behavior patteren; stay behavior predic-

tion; online behavior characteristics; feature fusion; machine learning; logistic regression model
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摘要：随着信息通讯技术的发展，手机成为人类日常生活不可缺少的一部分，人类活动逐渐从现实空间延伸至网络空间，在移

动互联网时代，网络空间的上网行为与现实空间的出行行为密不可分。当前个体出行行为预测建模较少考虑上网行为与出

行行为间的关系，本文提出一种融合上网行为特征的手机用户停留行为预测模型，通过时空约束定义手机用户的停留行为，

在考虑个体出行行为时空偏好的同时，融合手机用户使用的APP组合、上网流量、上网次数等上网行为特征以及天气信息等

外部特征，从时间、空间的角度进行特征交叉，构建从特征到模型均具有高可解释性的手机用户停留行为预测模型。实验证

明：本文模型预测准确率为80.31%，且在融合上网行为特征、天气等外部因素后，比仅使用个体出行特征进行手机用户停留行

为预测提升了12.08%。

关键词：手机数据；手机上网流量数据；移动行为模式；停留行为预测；上网行为特征；特征融合；机器学习；逻辑回归模型

1 引言

目前，人类移动行为模式、位置预测等受到广

泛关注[1-2]。个体出行行为预测是基于城市居民的

历史出行数据，对下一时段的行为和位置进行预

测，是理解人类移动行为模式、城市交通规划、传染

病防控、精准的基于位置的服务（Location Based

Services, LBS）的基础[3-4]。个体出行行为包含移动

和停留2个部分，当前研究对移动行为关注较多，停

留行为的研究相对较少。在停留模式分析方面，学

者围绕停留模式[5-6]、停留时间[7]等展开研究，而在停

留行为的预测方面，相关研究较少。

当前城市居民的日常活动越来越离不开以智

能手机为载体的移动互联网，现实空间与虚拟网络

空间活动紧密联系，变革了人类的生活方式和行为

习惯。现实空间出行行为与网络空间上网行为联

系日益紧密，目前国内外学者从实证分析、行为预

测、相关性分析等角度对现实空间与网络空间行为

间的关系展开了研究[8-11]，如Qiao等[12]提出了大数据

驱动的评级框架，证明了移动行为和上网行为间存

在强关联；Zheng等[13]从手机用户轨迹数据中提取

用户移动速度作为关键指标，分析其与APP使用模

式（数据流量大小、使用频次、APP类别）间的关系，

但分析上网行为特征对出行行为预测作用的研究

相对较少。Do等[14]分析手机传感器数据和APP使

用记录中蕴含的上下文信息，建立个体/群体混合预

测模型，预测未来10 min手机用户在现实空间的位

置、网络空间使用的 APP，位置预测准确率为

65.7%；Huang[15]利用Twitter签到数据对现实空间的

轨迹进行预测，通过时空密度聚类计算区域间转移

概率，建立稀疏移动马尔科夫链（Sparse Mobility

Markov Chain，SMMC）模型，在工作日取得了

78.94%的准确率；Hong等[16]认为时间和位置是利用

手机数据分析与预测人们在网络空间行为的重要

特征，能帮助人们理解用户的偏好模式，更准确地

预测用户与手机的交互行为。但当前研究主要从

上网行为发生的位置入手进行出行预测，对上网行

为与出行行为间的关系挖掘相对较少。

综上所述，国内外研究学者从人类移动模式、

出行行为预测等对出行行为进行了深入研究，但在

探讨个体出行行为与上网行为间的关联时，少有研

究探讨手机上网行为特征对个体出行行为预测影

响，而在进行出行行为预测时加入手机上网行为特

征也许可以提高预测的精度。因此，本文融合手机

基站位置更新数据、上网数据、POI 数据等多源数

据，从行为地理学视角，融合上网行为特征、出行时

空行为特征以及天气等外部特征，构建手机用户下

一时段的停留行为预测模型。

2 融合上网行为特征的手机用户停留
行为预测方法

2.1 停留行为预测框架

本预测方法融合手机用户基站位置更新数据、
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上网流量记录数据、POI 数据、天气数据等多源数

据，从行为地理学、时间地理学角度提取了手机用

户出行行为、上网行为的时、空间特征以及体现出

行行为与上网行为间的关联的APP组合特征，通过

时间、空间维度的特征交叉产生多维特征。由出行

特征集、上网特征集、外部特征集等特征集合进行

组合，构成停留行为特征集，从而从多个维度刻画

手机用户的停留行为，构建从特征到模型求解均具

有高可解释性的停留行为预测模型，手机用户停留

行为预测方法框架如图1所示。该预测方法主要包

括停留行为识别、停留行为预测特征集构建和停留

行为预测算法等内容。

2.2 停留行为识别

本研究对个体出行行为的理解是在个体发生

停留行为的基础上，将个体在停留行为间的出行视

为手机用户的一次移动行为，本预测算法中对个体

停留行为的定义为：运动对象在一段时间内保持在

某一区域内，则视为该对象在该区域发生了停留行

为。其中停留区域、停留时长是定义“停留”这一时

空行为的 2个必要因素。参考经典的 SMoT（Stops

and Moves of a Trajectory）停留点识别算法[17]，本文

从时空约束的角度给出了停留行为的表达形式如式

（1），即时间维度上该个体在该区域内的第一次出现

的时间和最后一个轨迹点出现的时间相隔时长不小

于时长 T ，并且在空间维度上，个体出行轨迹满足

任意轨迹点间的欧式距离不超过距离阈值 D 。

ì
í
î

distance(loci, locj)≤D
timeInterval(ti, tj)≥ T

（1）
式中：loci 、locj 分别表示第 i 和第 j 个轨迹点对应

的基站位置；distance( ), 是计算两个基站位置间的

欧氏距离函数；ti 、tj 分别表示第 i 和第 j 个轨迹点

对应的时刻；timeInterval(,) 是计算两个轨迹点之间

时间间隔的函数；D 是空间约束距离阈值；T 是时

间约束的间隔时长阈值。

由此，可以从个体出行基站位置更新数据中提

取出个体的停留、移动行为，如图 2所示。因此，个

体的停留区域对应于个体每天经过的基站位置中

存在停留行为的区域，提取停留行为即寻找个体每

天经过的众多基站位置中产生停留行为的基站。

2.3 停留行为预测特征集构建

2.3.1 出行行为、上网行为及外部因素特征提取

手机用户出行行为特征的提取围绕时间、空间

2个方面展开，具体特征包括：出行距离、活动半径、

轨迹熵、访问位置个数，及下一时段手机用户的历

史停留时长平均值、最大值、最小值、中位数、标准

差，此外，还通过该基站区域的 POI数据定量计算

该区域功能的多样性、当前区域 POI与“家”和“工

作地”所在区域的相似性。其中，区域功能多样性

Epoi 的计算参考了熵的概念，通过计算不同类别

POI在同一区域出现的混乱程度，分析区域的功能

特性，计算方法如式（2）所示。

Epoi = -∑p(poi)log2 p(poi) （2）
式中：Epoi 是某基站区域的区域功能多样性；p(poi)

表示某类型 POI 数量占该区域 POI 总数的比例；

图1 个体停留行为预测的方法流程

Fig. 1 Basic procedures of the individual stay behavior

prediction method

图2 个体出行的停留行为示意

Fig. 2 The example of individual stay behavior
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poi 表示某类别的POI。

手机用户的上网行为的特征提取主要从 APP

使用类别数、使用APP个数、使用的数据流量，单一

类型APP使用频次、产生组合效应的APP使用组合

矩阵5个方面提取用户的当前、历史上网行为，具体

地包括：上网次数、APP类别数、各类别APP和组合

效应APP组合的使用次数、平均使用次数、各类别

和组合效应APP组合使用数据流量大小、数据流量

大小的平均值、最大值、最小值、中位数、标准差。

此外，还用发生上网行为的位置个数来表征上网行

为的空间偏好。

外部因素特征则主要包含天气信息、是否为工

作日等特征，用于刻画手机用户出行行为的其他影

响因素。具体包含：工作日/周末类别、天气、温度、

体感温度，以及历史数据中下一个时段的气温、体

感温度的最大、最小值、中位数、平均值等。

2.3.2 特征交叉和特征选择

由于出行行为本质是一种时空行为，因此在特

征交叉时主要从时间、空间特征交叉的角度通过笛

卡尔积的方式构建其时空特征。手机用户所在的

基站通过经纬度坐标去重后对区域重新编号，得到

n 个区域组成的区域集合 S 。一天中的时段可以离

散化后划分为 m 个时段，通过式（3）所示笛卡尔积

公式，可以获取 m × n 手机用户在特定时段 t 、特定

位置 p 的特征。

ì

í

î

ï
ïï
ï

ï
ïï
ï

T = { }t1, t2,…, tm

S = { }p1, p2,…, pn

T × S =
é

ë

ê
ê

ù

û

ú
ú

t1 p1 ⋯ tm p1⋮ ⋮
t1 pn ⋯ tm pn

（3）

式中：T 表示时段的向量；S 表示位置组成的区域

集合；tm 表示特定时段；pn 表示特定位置；tm pn 是

在特定时段、特定位置的特征；T × S 是手机用户所

有特征构成的矩阵。

经过特征交叉后，产生了丰富的特征集，但并

非所有特征都会对预测产生帮助，因此需要进行特

征选择。相较于其他方法，Filter算法选出的特征通

用性强，不需构建分类器就可以快速去除大量不相

关的特征，因此，研究采用Filter方法中常用的卡方

检验的方法进行特征选择。Filter方法的基本思想

是对每一维特征进行打分并赋予权重，然后按照权

重排序，选出权重高的特征作为预测特征集。而卡

方检验进行特征选择的原理是利用构建列联表，按

式（4）计算 χ2 值分析特征与预测类别间的关联，如

果特征与类别间的偏离程度过大，则从特征集中剔

除该特征。

χ2 =∑
i = 1

k ( )fi - npi

2

npi

（4）
式中：χ2 表示卡方检验的检验统计量；npi 表示特

征属性值 i 出现的期望样本数；fi 表示特征属性值

i 的实际样本数；k 是特征属性值的个数。

2.4 停留行为预测算法

本算法将手机用户停留行为预测理解为二分类

问题，分类结果只有停留、移动。逻辑回归是机器学

习中解决二分类问题的经典算法[18]，作为一种广义线

性模型，训练得到的Logistic模型易于解释，能融合

不同来源的特征。Logistic回归模型的基本思想是

通过模型训练对不同因素进行权值分配，通过

sigmoid函数归一化到区间[0,1]，根据概率值进行分

类。Logistic模型的分布函数 f(x)如式（5）所示，该函

数是一条以点（0, 0.5）为中心对称的“S”型曲线。

f (x) =∑
i = 1

k
1

1 + e-wT x
（5）

wT x = w0 + w1x1 +⋯ + wi xi +⋯ + wn xn （6）

式中：x 表示变量；w 表示权值向量；k 表示变量的

个数；xi 表示第 i 个变量；wi 表示第 i 个变量对应

的权重；wT x 为线性函数；f (x)∈{ }0, 1 。

在构建二分类模型时，使用如式（7）和（8）所示

的二项 Logistic模型，可由条件概率 P(Y|x) 表示，形

成参数化的Logistic分布。

P(Y = 1|x) = ewT x

1 + ewT x
（7）

P(Y = 0|x) = 1
1 + ewT x

（8）

式中：Y ∈{ }0,1 表示输出的结果，在本实验中0和1依

次对应手机用户发生停留行为、不发生停留行为。

当线性函数 wT x 趋近于无穷大时，P(Y = 1|x) 无限趋

近于1；当 wT x 趋近于负无穷时，P(Y = 1|x) 接近0。

本算法利用极大似然估计法对Logistic模型的

对数似然函数 Lw 求极大值，即式（9），估计逻辑回

归模型的 w 参数，得到 Logistic模型。在训练预测

模型时，为了防止模拟过拟合，本研究采用L2正则

化的方法，求解目标函数 min æ
è

ö
ø

Lw + 1
2

wT w ，得到

Logistic模型参数 w 。
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Lw =∑
i = 1

n

yi log P( )Y = 1|x + ( )1 - yi log P(Y = 0|x)（9）
式中：Lw 是逻辑回归模型的对数似然函数；yi 是分

类的标签；n 是样本的个数；P( )Y = 1|x 是标签为 1

的概率；P( )Y = 0|x 是标签为0的概率。

在构建停留行为预测模型时，本研究考虑到手

机上网行为蕴含丰富的个体活动特征，创造性地将

手机用户在网络空间的APP使用特征、APP组合效

应等上网行为特征作为特征，通过Logistic模型融

合上网行为、出行行为特征、外部因素特征等多方

面的特征，对下一时段手机用户发生停留行为的概

率建模，得到最终的手机用户停留行为预测模型。

3 实验结果与分析

3.1 实验数据

本研究采用的实验数据是由某移动运营商提

供的某城市2015年8月10日-2015年8月29日，共

计 20 d的手机用户基站位置更新数据及手机流量

上网的流量收费数据。本研究使用的数据集均经

过匿名化处理，在保护用户隐私的前提下，将其用

于手机用户个体出行行为预测研究。除此以外，还

用到该城市的 POI 数据以及研究时间段内该城市

的天气数据。

手机位置数据以手机基站的经纬度坐标记录

手机用户的位置，包括经过脱敏处理后的手机用户

ID、记录产生的时间、基站编号、基站经纬度坐标，

如表1所示。手机位置数据包括手机用户的主动和

被动定位信息，即当用户位置发生基站间变更、接

打电话、收发信息时用户的位置信息将被记录（被

动记录），当用户长时间（超过1 h时）未发生上述行

为时，手机将会主动捕捉其所在的位置（主动记

录），因此每个手机用户一天中至少会产生 24条定

位数据。

手机上网数据主要记录手机用户日常使用手

机上网的行为信息，用于运营商的数据流量收费。

具体地，手机用户使用 GPRS 流量访问网页、使用

APP应用、接收消息推送等行为会产生流量记录和

基于基站的用户位置信息。每条流量收费记录包

含匿名手机用户使用流量上网的时间、基站编号、

APP类型、流量大小，如表2所示。

该城市的 POI 数据是通过百度地图 Place API

接口[19]获取得到的，包含旅游景点、交通设施、公司

企业、政府机构、休闲娱乐、购物等17类，共4308条

数据。每个POI点的信息包含POI名称、POI类别、

经纬度坐标、详细地址等，POI数据将被用于基站区

域功能多样性评估。

该城市的天气数据[20]包含每天 00:00-24:00每

3 h记录一次该城市的天气、温度、体感温度、降雨

量等信息。在研究时段内，该城市出现雨天7次，包

含 2 次中雨、1 次大雨；气温超过 35 ℃的高温天气

2次。天气数据将作为外部因素特征用于手机用户

表1 手机位置更新数据实例

Tab. 1 The examples of one user′s mobile phone location update data records

用户 ID

58****

58****

…

58****

58****

日期

20YY-MM-DD

20YY-MM-DD

…

20YY-MM-DD

20YY-MM-DD

时间

07:30

08:30

…

21:30

22:30

事件类型

1

5

3

4

10

基站编号

11**

11**

…

10**

11**

基站经度/°

115.****

115.****

…

115.****

115.****

基站纬度/°

29.****

29.****

…

29.****

29.****

表2 手机上网流量数据实例

Tab. 2 The examples of one user′s Internet traffic data records

用户 ID

58***

58***

58***

…

58***

58***

归属地

HB.WH

\N

\N

…

\N

\N

日期

20YY-MM-DD

20YY-MM-DD

20YY-MM-DD

…

20YY-MM-DD

20YY-MM-DD

时间

07:32

08:32

09:27

…

21:06

21:34

基站编号

11**

11**

12**

…

10**

11**

经度/°

115.***

115.***

115.***

…

115.***

115.***

纬度/°

29.***

29.***

29.***

…

29.***

29.**

APP

高德地图

微信

QQ

…

微信

新浪新闻

流量/G

0.0016

0.0092

0.0242

…

0.0016

0.0554
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停留行为预测、出行位置预测的建模。

手机位置更新数据和手机流量上网数据存在：

字段缺失、记录重复及通信信号漂移导致的用户定

位基站跳变等问题，针对上述问题，对手机用户的

基站位置更新数据和手机上网数据进行了预处理，

具体包含对数据本身缺失值、重复记录的处理和轨

迹层面的基站跳变异常数据的消除。

从个体的角度，手机用户的位置更新数据存在

很大差异，实验数据中所有手机用户一天内的位置

更新记录条数分布图如图 3所示，95.54%的手机用

户的记录数不超过 100条，记录条数只有 1~5条的

用户占总用户的37.7%。本研究从手机用户的位置

更新数据、手机上网数据中筛选出 2015 年 8 月 10

日-2015年8月29日连续20 d每天位置更新记录条

数不少于24条、并且每天都有上网数据的手机用户

作为实验对象，满足条件的手机用户共计8508人。

3.2 个体停留行为预测实验结果分析

3.2.1 停留行为识别及特征集构建

本实验设置时间阈值 T为 30 min，距离阈值D

为 500 m，对 06:00-22:00 间的停留行为进行识别，

手机用户各时段停留行为识别结果如表3所示。约

21.42%存在数据记录缺失的情况而无法识别，其中

6:00缺失比例最高为33.08%，这可能是手机用户早

上关机造成的。在 08:00、09:00、17:00、18:00 等早

晚高峰时段，实验对象的出行更为活跃，识别为移

动的比例相对较高。总的来看，选取的实验对象更

倾向于停留在某一区域。

对手机用户家和工作地的区域信息，主要根据

生活规律来提取，依据人类的生活规律，00:00-06:00

为睡眠时间，个体停留在一个区域，因此将一周内

个体在 00:00-05:00出现概率大于 50%的区域作为

个体的“家”。相似地，将一周内工作时段（早上

9:00-11:00，下午14:00-17:00）出现次数最多的区域

作为“工作地”。手机用户的“家”、“工作地”的识别

情况如表 4所示，利用个体的出行轨迹实现对个体

“家”和“工作地”的识别，其中对个体“家”的识别率

比“工作地”高31.47%，这可能是由于不同职业工作

存在差别造成的，如司机工作时无固定工作地点。

手机用户出行是用户在时间、空间上与城市发

生交互的过程，是一个典型的时空行为，特征交叉

时，通过对时间、空间特征的交叉，形成了一系列具

有现实意义的特征组合。特征提取出的出行行为

特征有53维，上网行为特征203维，天气气温、体感

温度、工作日类别等外部因素15维。将时段分为 7

个时段进行时空间特征交叉后，出行行为特征数量

大大增加。实验利用卡方检验进行特征选择，筛选

出了排名前20%的特征进行后续的预测模型训练。

表3 某城市2015年8月10日-2015年8月29日

手机用户停留行为识别统计

Tab. 3 The statistics of mobile phone user stay behavior

from Aug.10, 2015 to Aug.29, 2015

时段

6

7

8

9

10

11

12

13

14

15

16

17

18

19

20

移动/%

14.51

24.93

31.66

33.00

32.60

31.79

30.75

27.16

28.41

28.23

28.33

29.59

30.97

29.37

27.33

停留/%

52.41

49.99

49.87

49.57

49.77

49.81

50.16

51.36

51.06

50.96

50.30

49.10

47.30

50.16

51.46

无法识别/%

33.08

25.07

18.46

17.43

17.63

18.40

19.09

21.48

20.54

20.81

21.37

21.31

21.73

20.47

21.20

表4 某城市2015年8月10日—2015年8月29日

手机用户地点识别率

Tab. 4 The recognition rate of mobile phone users'

home and work location from Aug.10, 2015 to Aug.29, 2015

地点

家

工作地

同时识别率

识别率/%

78.53

47.06

40.09

图3 某市2015年8月10日—2015年8月29日

手机用户位置更新记录

Fig. 3 Number of location update records for mobile users

from Aug.10, 2015 to Aug.29, 2015
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3.2.2 不同预测算法对比

在本实验中，对手机用户停留行为的预测是对

某一时段，手机用户在基站区域发生停留行为的预

测，预测结果为手机用户是否发生停留。结合对于

用户停留行为的定义，算法中对用户停留行为的预

测粒度为30 min，因此算法对比选取的时间尺度同

样也为30 min，空间精度为基站范围（300~500 m）。

停留行为预测准确率PRE的计算公式如下：

PRE =
NPR

N
（10）

式中：N 表示测试集样本数；NPR 表示预测结果正

确的样本数；PRE 是停留行为预测的准确率。

实验选取支持向量机（Support Vector Machine,

SVM）、梯度下降决策树算法（Gradient Boosting De-

cision Tree，GBDT）、随机森林（Random Forest，RF）

等常用的机器学习分类算法 [21-23]、一阶 Markov 模

型 [15,24]，以及最常访问位置预测（Most Frequented

Location Model, Most Value）模型 [14]，从预测准确

率、运行时间两方面与本文模型进行了对比，实验

对比结果如表5所示。由表5可知：本文模型准确率

高于支持向量机、GBDT方法，比随机森林预测准确

率低1.23%，但在运行速度上，本文模型比随机森林

模型运行更快，并且模型求解过程易于理解，可解释

性强。一阶Markov模型[25]计算量小，运行速度快，

但由于仅考虑了各时段的出行状态转移概率，准确

率较低。MostValue模型基于统计的思想将该时段

历史状态中出现频率最高的结果作为预测结果，是

一种常用的算法准确率对比的基础模型[14]。总的来

说本文模型准确率较高，且运行速度快，更适用于

手机用户停留行为预测。

3.2.3 预测算法适应性分析

实验分析了不同手机用户个体停留行为预测

准确率，平均准确率为 80.31%，标准差为 10.1%。

如图4所示。不同用户停留行为预测准确率存在较

大差异，大部分用户的预测准确率集中在 70%~

90%之间，预测准确率最高的可达98.2%，最差的预

测准确率为34.5%。

接着实验比较了使用不同维度的特征集对停

留行为预测结果的准确率、召回率。根据特征提取

的维度，将特征分为出行行为特征集、上网行为特

征集、外部因素特征集，组合起来可以得到{出行行

为，上网行为}，{出行行为，外部因素}，{上网行为，

外部因素}，{出行行为，上网行为，外部因素}等特

征集合。分别使用单一维度特征、两两组合特征、

所有特征进行停留行为预测模型的构建，模型预测

实验结果如图 5所示。分析可知：只使用单一维度

的特征时，出行行为特征集合预测准确率为比外部

图4 手机用户停留行为的预测准确率分布

Fig. 4 The prediction accuracy distribution of mobile phone

user stay behavior

图5 不同维度的特征集用于个体停留行为预测的

实验结果对比

Fig. 5 Comparison of mobile phone user stay behavior

prediction results with different feature sets

表5 不同预测算法用于手机用户停留行为预测的效果比较

Tab. 5 Comparison of mobile phone user stay behavior

prediction effects between different prediction algorithms

预测模型

本文模型

SVM

GBDT

RF

一阶Markov

MostValue

准确率/%

80.31

77.35

76.13

81.54

71.75

69.45

运行时间/s

0.141

3.996

1.940

0.960

-
-

参数设置

kernel='linear'

probability=True

n_estimators=200

n_estimators=200
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因素进行预测高15.73%，上网行为用于停留行为预

测比使用出行特征预测准确率高出 1.30%，说明上

网行为特征能较好地描述个体出行的停留行为，上

网行为与出行行为具有很强的关联。组合使用出

行行为、上网行为、外部特征多个维度的特征集后

模型预测准确率达到80.31%，出行行为与上网行为

特征集组合使用时，模型预测准确率比仅使用出行

行为特征提高了9.47%，在进一步加入天气等外部因

素后，模型预测准确率又提升了2.61%。而天气、工

作日类型等外部因素在停留行为的预测上作用有限。

此外，本研究还利用卡方检验分析了单个特征

与停留行为相关的可能性，如图6所示，给出了按卡

方值从大到小排序的前 20个特征。显然相对历史

出行行为特征，当前时段的出行距离、活动半径等

特征对停留行为预测的影响更为强烈。同时外部

因素与停留行为最为相关的特征为下一时段的历

史最低温度，体现了气温对出行行为的影响。在描

述手机用户上网行为的特征中，手机用户在当前时

段上网的记录条数重要性最高，一定程度上说明了

手机上网频繁程度与手机用户出行行为间的联

系。APP 类型数、APP 个数、APP 上网数据流量也

对手机用户停留行为的预测有一定帮助。另外有3

种类别的APP使用特征重要性较高，分别是导航出

行类 APP、新闻类 APP、办公类 APP。对停留行为

预测的特征卡方值的分析进一步验证了上网行为

与出行行为的联系，融合上网行为特征，提升了手

机用户出行行为预测的效果。

4 结论与展望

当前个体出行位置预测较少考虑个体上网行

为特征对出行的影响，因此本文融合手机用户基站

位置更新数据、上网流量记录数据、POI数据、天气

数据等多源数据，利用手机用户日常出行行为与上

网行为间的关联，对个体出行构建下一时段停留行

为的预测模型，通过提取手机用户的出行特征、上

网行为特征，并结合外部因素特征，进行特征交叉

和选择后，将其用于个体下一时段停留行为的预

测，创造性地将手机用户上网行为特征用于用户停

留行为预测，且与其他特征结合实现了较好的预测

效果。实验结果表明：融合上网行为特征的手机用

户停留行为预测模型预测准确率为80.31%，相较于

仅使用出行行为特征进行停留行为预测的准确率

提升了12.08%。而在手机上网行为特征中，手机用

户使用APP上网次数、APP种类数、流量等上网行

为特征对手机用户的停留行为预测有较大贡献，特

别是导航出行类、新闻类、办公类APP的使用情况。

对于下一时刻停留行为的预测，本文仅针对下

一时段手机用户是否发生停留行为展开研究，在未

来还可充分发挥POI、土地利用数据等提取区域功

能特性，从空间角度对手机用户的下一停留位置进

行预测，构建一个更为通用的个体停留行为位置预

测模型，更好地发挥LBS服务的高商业价值。若是

可获取到手机用户的个体社会经济数据，可将其加

入本文模型中来分析不同特征人群的上网行为和

图6 用于停留行为预测的 top20特征的卡方值

Fig. 6 The chi-square value of the top20 stay behavior prediction features

143



地 球 信 息 科 学 学 报 2020年

出行行为。本文研究主要针对手机用户个体，后续

可对手机用户群体停留行为进行研究，此外，地理空

间停留与网络空间行为之间的关系机理也是一个有

理论研究意义的问题，可在今后的研究工作中展开。
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