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摘要：高分影像地物分类是遥感分类研究热点之一。传统的卫星影像湿地分类采用人工提取特征

解译方式，费时费力且精度低，高分影像下湿地植被特征复杂，湿地水文边界季节性波动，实现自

动、高效地高分影像湿地分类是亟待解决的问题。为促进高分影像在湿地分类中的应用，研究阐

明了深度学习在高分影像湿地分类中的优势，总结了在高分影像中常用的深度学习分类模型，分

析了深度神经网络、卷积神经网络、生成对抗网络在湿地分类中的最新研究成果。最后从样本、模

型两个方面对深度学习在高分影像湿地分类中存在的问题以及后续的研究趋势进行了展望。
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1 引  言   
湿地是位于陆生生态系统和水生生态系统之

间的过渡性地带，兼具两种生态系统的特征，和海

洋、森林并称为地球三大生态系统。湿地在水源涵

养、净化水质、蓄洪抗旱、调节气候和维护生物多样

性等方面发挥着重要作用，是重要的自然生态系

统，也是自然生态空间的重要组成部分［1-5］。由于全

球人类活动和气候变化等多种因素，世界湿地正在

加速丧失和退化［6］。在中国，随着社会经济的快速

发展，湿地保护与利用的矛盾日益凸显，湿地被非

法侵占、围垦和污染等现象时有发生，湿地生态系

统保护工作面临巨大的挑战。湿地分类是湿地研

究的地理基础，是湿地科学理论的核心问题之一，

也是湿地科学发展水平的标志。对湿地进行科学

分类并完成空间制图是湿地资源调查、评价和保护

管理十分重要的前提［7-10］。

湿地边界的季节性动态化、数据收集的成本和

质量都给湿地分类研究带来了很多问题。遥感技

术范围大以及周期短的特点为大规模湿地的时间

和空间分类提供了机遇［11-12］，遥感技术在湿地测绘

和监测方面有着诸多优势，如经济高效、多时相、多

平台、实地考察要求低，覆盖范围广等，可以有效地

用于监测湿地随时间变化的过程［13］。随着传感器

技术的不断提升，目前湿地测绘常见的遥感数据包

括航空摄影和摄像、高光谱图像、雷达和激光雷达

数据以及中分辨率和高分辨率多光谱卫星影像。

高分卫星遥感解译技术基于遥感技术的连续时空

的数据获取能力，逐渐成为湿地监测分类的重要方

法。本研究主要围绕空间分辨率在 0.5~5 m 或者

亚米级的遥感卫星影像（高分影像）展开研究综述

分析。这类数据通过利用更高的空间分辨率来解

决低分辨率图像在单个像素中捕获多个栖息地时

引起的光谱混合，进而导致地面覆盖物的分类不太

精确的问题［14］。同时，这类数据可以提取更精细的
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地物纹理特征和地物空间位置关系，实现在小空间

尺度上对高度分散的景观和植物类型的区分［15-17］。

然而，随着监测手段的多样性以及传感器研制技术

的提升，数据传输和存储技术的迅速发展，高分影

像的数据量呈现爆炸性的增长趋势。海量的高分

影像数据给数据信息的挖掘提出了更严苛的要求。

当影像分析或者信息提取的速度与数据获取的速度

无法匹敌，高分影像也难以发挥其优势与价值［18］。

高分影像湿地分类成功的关键之一在于对有

效地物特征的提取。早期的湿地分类手段主要采

用人机交互的目视解译方式，分类精度高，但费时

费力，无法满足大范围实时获取湿地覆被信息的需

求［19］。随后出现基于像元和面向对象的分类方法，

以提取影像的低层特征（如：像素、形状、上下文关

系和空间结构等特征）。这些传统的特征提取手段

无法灵活利用高分影像数据丰富的地物细节、纹理

信息，会造成数据丰富但信息匮乏的问题［20］。此

外，这些人工特征提取的过程需要各种复杂的数字

计算和理论推导，需要大量人工参与确定最优参

数，主观性较强，存在误差［21］。随着机器学习的兴

起，一些浅层分类模型，开始应用于湿地遥感影像

分类中，如最大似然法、支持向量机等。而这些浅

层模型无法挖掘出深层的上下文语义信息，对于具

有复杂、非线性特征的湿地分类问题就会受到极大

限制。深度学习从大数据中自动提取与目标任务

最相关的特征，具有鲁棒性强、模型易于迁移等优

点。此外，深度学习一定程度上解决了目前大量的

计算机工作需要人类提供预定义的规则或指导的

问题，能够有效减少人为参与［22］，因此，对高分影像

湿地进行分类可以充分利用影像的空间结构信息。

这不仅在一定程度上提高了高分影像湿地分类的

处理精度，还满足了高分影像湿地分类进行少量人

工干预的自动化快速分析的需求。目前，研究学者

基于深度学习在高分影像湿地分类已进行了大量

研究，但缺乏一个比较全面、系统的综述，在结合深

度学习的高分影像湿地分类上仍存在许多问题有

待研究。例如深度学习依赖大量的标记样本进行

网络的训练［23］，但由于湿地的复杂性和异质性，高

分影像获取昂贵，缺乏公开可以利用的数据库，造

成深度学习在高分影像湿地领域可以利用的标记

样本数据量的缺乏［24］。因此，为了探究如何利用深

度学习更好地进行高分影像湿地分类，本文针对深

度学习在高分影像湿地分类领域中的应用展开探

讨，提出了深度学习技术应用在此领域的一些挑

战，最后，展望了深度学习在高分影像湿地分类中

的发展方向。

2 高分影像湿地分类的研究现状   
2.1　高分影像的优势与挑战　

随着卫星技术的发展，具有高空间分辨率的影

像 正 逐 步 普 及 和 可 用 。 这 些 影 像 大 多 来 源 于  
RapidEye、WorldView-2、WorldView-3、吉 林 一 号

卫星、高分一号（GF-1）、高分二号（GF-2）、Quick⁃
Bird、SPOT 6 等卫星（表 1）。更精细的空间分辨率

和更频繁的时间数据可以显著提高分类和识别的

准确性［25］，实现湿地植物群落尺度的分类制图，以

及捕捉湿地的动态变化。Gonzalez 等［26］使用 World⁃
View-2 图像绘制并描述了桑博龙邦湾南部沼泽湿

地中主要植物群落的分布格局，实现能够在景观尺

度上区分高度细节植物群落。 Dechka 等［27］利用

IKONOS-2 卫星影像进行湿地监测，绘制了加拿大

草本湿地植被群落的分布制图。Adam 等［28］使用

WorldView-2 影像绘制了在南非北开普省半干旱地

区腺扁豆入侵和共存的本地物种的分布制图。Mc⁃
Carthy 等［29］发现 WorldView-2 比 Landsat 8 在沿海

湿地制图方面有更高的识别精度。

首先，与中低分辨率影像相比，高分影像具有

丰富的光谱和空间数据信息，其优势在于高空间细

节地物的边界、斑块的几何形状和纹理。然而，这

也导致它的复杂性随着观测尺度的细化和对象的

细节变得丰富而迅速增加，使得阴影和地物的类内

可变性增加，类间可分离性减小，由此给高分影像

湿地分类带来了更多的挑战。其次，不同类型的湿

地在光学卫星数据中可能具有相似的光谱特征，即

存在“同谱异物”和“同物异谱”的现象［30］。第三，这

些具有高分辨率的卫星是商业的，影像获取成本昂

贵且对外开放的可用数据有限。最后，湿地植被类

型具有光谱相似性，湿地植被的生命形态和物种组

成存在随时间变化的特点［31］ ，此外，湿地水位呈季节性

变化使得湿地边界可能呈现季节性的变化规律［32］，

而这些时间性特征往往难以捕捉。上述原因导致湿

地的标注数据获取非常耗时、成本昂贵，给湿地分类，

特别是物种级分类带来了更多的挑战［33-34］。

2.2　基于传统方法的高分影像湿地分类研究进展

高分影像地物分类意在为每一个像素赋予一

个地物类别，其难点通常在于有效的影像特征提取

924



第  4 期 杨静等：基于深度学习的高分影像湿地分类研究综述

与基于特征的分类［43］。因此，如何提取有辨识度的

地物特征，并将像素按照其所属类别正确归类是实

现高分影像地物分类的关键。

基于传统方法的高分影像湿地分类研究中，许

多研究者提出了各类基于图像的提取方法，主要集

中在各种监督或非监督机器学习分类算法［44-45］。按

照不同的分类标准可分为基于像元和基于对象的

图像分析方法。两种方法的区别在于所依赖的是

几何特征还是光谱特征，前者以湿地影像作为整体

进行建模，对每个像素进行分类，而不考虑相邻像

素。后者将影像分割后的对象或者区域作为最小

分析单元，利用光谱和背景图像特征进行分类和识别。

与基于像素的方法不同，基于对象方法将对象形状

和上下文信息加入到光谱和纹理信息中，可在一定

程度上消除单个像素分类产生的“椒盐”现象［46］。

传统机器学习分类包括特征提取和分类两个

方面。特征提取是将空间、光谱和时间卫星数据转

换为特征向量，利用这些衍生特征在分类器阶段训

练和执行机器学习模型［47-49］。传统的分类器有随机

森 林（Random Forest，RF）、支 持 向 量 机（Support 
Vector Machine，SVM）、最大似然等。根据目标和

研究区影像的复杂性和维度选择分类器，可以对湿

地进行准确的分类。最大似然无法对多维遥感数

据进行充分分类，但对于有着特殊的映射应用，参

数化最大似然分类器比非参数化分类器具有更高

的精度。Carle 等［50］发现最大似然比 SVM 分类器在

表 1　常用于深度学习的高分影像卫星参数

Table 1　Commonly used high-resolution image satellite parameters in deep learning

卫星名称

GF-1

GF-2

GF-6

GF-7

北京二号

北京三号

高景一号

资源三号 01 星

资源三号 02 星

吉林一号

IKONOS

QuickBird

WorldView-2

WorldView-3

RapidEye

SPOT-6

发射年份

2013 年

2014 年

2018 年

2019 年

2015 年

2021 年

2016 年

2012 年

2016 年

2015 年

1999 年

2001 年

2009 年

2014 年

2008 年

2012 年

空间分辨率/m
全色影像：2

多光谱影像：8
全色影像：0.81

多光谱影像：3.24
全色影像：2

多光谱影像：8
全色影像：0.5
多光谱影像：2
全色影像：0.8

多光谱影像：3.2
全色影像：0.5
多光谱影像：2
全色影像：0.5
多光谱影像：2
全色影像：2

多光谱影像：8
全色影像：2

多光谱影像：8
全色影像：0.72

多光谱影像：2.88
全色影像：1

多光谱影像：4
全色影像：0.61

多光谱影像：2.44
全色影像：0.46

多光谱影像：1.84
全色影像：0.31

多光谱影像：1.24
多光谱影像：5
全色影像：1.5
多光谱影像：6

轨道高度/km

645

631

645

506

651

600

530

506

505

650

681

482

770

617

630

694

卫星国别

中国

中国

中国

中国

中国

中国

中国

中国

中国

中国

美国

美国

美国

美国

德国

法国

应用案例

沼泽湿地植被分类 [35]

滨海湿地植被分类 [19]

红树林湿地制图 [36]

红树林湿地制图 [37]

红树林湿地制图 [37]

红树林湿地制图 [37]

红树林湿地制图 [37]

红树林湿地制图 [36]

湿地植物物种分类 [38]

海珠湖湿地植被分类 [33]

草本湿地植被分类 [27]

淡水湖泊湿地植被分类 [39]

沼泽湿地植被分类 [26]

森林湿地洪泛区制图 [40]

湿地分类制图 [41]

人工湿地浮游植物监测 [42]
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绘制淡水沼泽植被分布图时精度更高，总体准确率

达 75%。RF 和 SVM 等非参数方法，在高维数据的

分类方面表现出更好的性能。RF 因其简单且鲁棒

性强，也被广泛应用于湿地分类［51-52］。SVM 是另一

种常用于复杂湿地分类的分类器［53］，在解决小样

本、非线性等问题中表现出优异的性能［54］。该算法

的目标是找到一个分类超平面，使得训练样本中的

两类样本都能够被分开，并且距离该平面尽可能地

远［55］。Deval 等［56］发现在绘制印度半干旱森林湿地

地物时，SVM 更适合识别光谱特征相似高的物种，

分类准确率达到了 85.12%。

以上都是常见的高分影像湿地的底层特征提

取与分类方法，这些特征提取的方法都能取得不错

的分类结果，但是，这种人工设计的底层图像特征

被用于高分影像湿地分类时，存在以下问题：①这

种涉及经验和主观的人工特征工程需要具备该领

域大量的先验基础知识［57］；②设计和挑选的特征需

要是目标相关的［19］；③人工设计的底层特征和高级

语义之间存在语义鸿沟［58］。这些都使得利用底层

特征进行高分影像湿地提取时难以做到针对不同

场景、不同数据的自适应学习，泛化能力差，导致更

换研究区域和数据后，已有的湿地分类模型往往不

能取得较好的分类结果［59］。

3 基于深度学习的高分影像湿地分

类模型研究进展   
3.1　深度学习在高分影像湿地分类中的优势　

如前所述，高分影像湿地的分类任务关键在于

对影像中目标地物的理解和特征提取。然而构建

复杂的特征描述规则具有一定的难度，多数情况下

无法清楚地知道待分类的湿地影像需要提取哪些

特征以进行地物的分类与识别。同时，湿地水陆交

接边界条件的变化增大了湿地边界提取的不确定

性，如季节和气候的变化，地表水分的变迁，以及光

照强度、拍摄角度的变化等，都会使所提取的特征

不足以表征计算机所面临的待分类的地物，为高分

影像湿地的分类造成更大困难。随着人工智能的发展，

深度学习为湿地影像分类提供了一种新的思路。

深度学习通过强大的特征学习能力，适应多模

态数据和复杂场景的能力，以及高度自动化的流

程，为高分影像湿地分类提供了更加精准、高效和

灵活的技术手段。在多层感知机的设计下，深度学

习能够从海量的原始数据中自主的进行特征层次

学习，构建低—中—高层特征的学习模式，用于提

取具有鲁棒性、稳定性与不变性的特征［60］。通过逐

层特征学习获得更抽象的、具有区别度的、含有语

义信息的深层特征，并利用层次化的端对端构建方

式，跨越语义鸿沟，将特征提取与湿地影像的分类

结合为一体进行训练，从而最终提升分类或预测的

准确性。首先，深度学习优势在于能够学习湿地植

被、泥滩等多种地物的光谱、空间和纹理特征，更好

地处理混合像素问题；其次，支持迁移学习，可以通

过预训练模型和半监督学习在小样本条件下提升

湿地分类性能；第三，结合时间序列和空间特征，可

以实时分析湿地植被的时空变化；最后，高效的自

动化和扩展性，可以满足湿地大规模遥感数据的自

动分类。

目前，在高分影像湿地分类中应用成功的深度

学习模型可大致分为判别模型和生成模型两类，前

者通过学习特征与类型的条件概率来判断输入数

据的类别，后者通过学习特征与类型的联合概率来

揭示数据生成机制，从而求得条件概率分布。其

中，基于判别模型的深度学习模型包括深度神经网

络（Deep Neural Network，DNN）和卷积神经网络

（Convolutional Neural Network，CNN）。基于生成

模型的最具代表性的是生成对抗网络（Generative 
Adversarial Network，GAN）。

3.2　基于深度神经网络的高分影像湿地分类　

DNN 按照不同层的位置划分，内部的神经网络

可分为输入层、隐藏层和输出层。DNN 可以理解为

有很多隐藏层的神经网络，有强大的非线性拟合能

力、特征提取能力和容错能力，在面对海量、高维度

的数据时，表现优于机器学习［61］。

一些研究学者尝试将高分影像与 DNN 结合，

用于 1.2 m 分辨率的高精度湿地测绘中。Martins 等
利 用 主 成 分 分 析（Principal Component Analysis，
PCA）的特征选择方法识别来自光探测和测距（Li⁃
DAR）数据的相关输入变量，并集成一组多光谱数

据和输入变量来训练一个深度神经网络架构［62］

（图 1），同时探讨了各种输入变量（光谱、纹理和地

形等）的选择对 DNN 模型精度的影响，并与传统的

机器学习方法进行比较后发现，该模型在高分影像

湿地类型分类的精度达到 93.3%，其准确率与其他

传统方法相当。由于 DNN 模型是以向量形式输入

特征，不考虑影像的结构信息，虽然在每一层都会

进行一个全局的特征提取，但这个过程并非递进，
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导致最终的特征质量提高不大。DNN 模型虽可以

用于高分影像湿地分类提取中，其优势与传统方法

相比，并不明显［62］。

3.3　基于卷积神经网络的高分影像湿地分类　

CNN 主要用于计算机视觉领域（Computer Vi⁃
son，CV），由输入层、卷积层、池化层、全连接层和输

出层组成［63］，如图 2 所示。通过堆叠多层卷积层和

池化层，可以得到更深的网络结构，对图像的高层

语义特征进行提取，如 VGG、Xception 等，其后的全

连接层也可以是多层的。CNN 的优势是将图像特

征提取与分类任务集成到一个模型中，通过端到端

训练，可以使模型自动学习到最具有代表性的图像

特征，进而提高分类精度。

CNN 具有超强的图像特征提取能力［64］，近年来

被广泛应用于高分影像湿地分类领域的研究。在

前期研究中，研究学者倾向于自行搭建一个简单的

CNN 或 直 接 使 用 计 算 机 视 觉 领 域 的 经 典 模 型

（AlexNet、VGG、Xception、ResNet 等），通过训练基

于图像块的分类模型，然后在整个研究区的影像上

以滑窗方式得到逐像素或逐图像块的预测结果。

Rezaee 等［41］使用在 ImageNet 上预训练的 AlexNet
网络对湿地进行分类，结果显示，相比于 RF 分类

器，在土地覆盖类型识别中，CNN 的总体精度达到

了 94.82%，提高了约 16%，在湿地分类方面，平均

提高了约 30%。

研究发现相比随机森林等经典机器学习模型，

具有高级空间特征的 CNN，可以减少光谱相似引起

的湿地类别之间的混淆，从而有效改善湿地分类精

度。游佩佩等［19］使用 VGG16 进行湿地典型植被解

译，总体分类精度达到了 98.71%，Kappa 系数为

0.99，比 SVM、BP 神经网络分别提高了 2.83% 和

7.84%。

考虑到高分辨率影像具有多波段的特点，研究

人员使用更深层架构的 CNN 来同时学习高分影像

的空间特征和光谱特征。Mahdianpari等［65］对比了 7
种深度卷积神经网络模型湿地分类的性能，其中 In⁃
ception 和 ResNet 的集成网络 InceptionResNetV2 实

现了最高的分类精度，达到了 96.17%，尤其在处理

特别复杂的湿地分类问题方面表现突出。研究表

明，不同网络对于特征提取是互补的，利用更多的

光谱信息对于光谱相似的湿地类别进行分类非常

重要。

此外，一些研究人员将集成学习与深度学习相

结合来解决复杂的湿地分类。Jamali等［66］提出了一

图 1　基于 DNN模型湿地测绘［62］

Fig.1　Wetland mapping based on DNN model

图 2　卷积神经网络

Fig.2　Convolutional Neural Network
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个集成模型（图 3），先分别对比了 8 种深度卷积神经

网络模型在 3 个研究区域的精度，之后利用 RF、袋

装树（Bagged Tree，BTree）、贝叶斯优化树（Bayes⁃
ian Optimized Tree，BOT）3 个监督分类器和一个无

监督多数投票分类器融合每个研究区域内 3 个最佳

网络的结果。此外，该研究将融合后的分类器结果与

单个深度卷积神经网络比较发现，融合后的 4 个分

类器在 3个研究区的结果都得到了提高，尤其 BTree
模型对各种湿地类型分类效果更好，集成的CNN模型

的平均精度相比单个最优 CNN 模型提高了 9.63%~
19.04%。研究还表明微调参数较少的 CNN 网络在

识别湿地方面的准确率更高，并且研究区域的已有

训练数据数量不同，也会造成不同的分类效果。

CNN 不仅可以提取影像特征，还可以被用于图

像分辨率重建之中，如超分辨率卷积神经网络（Su⁃
per-Resolution Convolutional Neural Network，
SRCNN）和快速超分辨率卷积神经网络（Fast Su⁃
per-Resolution Convolutional Neural Network，FS⁃
RCNN），这些网络也可以被用于高分影像湿地植被

监测，进行物种识别。Chen 等［67］提出一种基于对象

的图像分类框架，用于黄河三角洲湿地进行早期外

来入侵植物的监测。

相比传统 CNN 以基于图像块的方式进行湿地

分类，全卷积神经网络则可以实现像素级的地物分

类，在大范围湿地制图时其计算效率高的优势较为

明显。其中 U-Net 是较早使用全卷积网络进行语

义分割的算法之一，具有结构简洁、鲁棒性高的特

点，其中的编码器（下采样）—解码器（上采样）和跳

跃连接经典结构被许多新的卷积神经网络所借鉴，

并广泛应用于图像分割领域。Du 等［40］使用了一种

基于 U-Net 改进的模型，将 WorldView-3 多光谱数

据 与 精 细 空 间 分 辨 率 LiDAR、数 字 高 程 模 型

（DEM）和地形湿度指数（TWI）相结合对德尔马瓦

半岛地区森林湿地进行洪水淹没制图。该网络以

U-Net为主干，加入改进的卷积层残差块，即由残差

连接、空洞卷积、金字塔池化模块和多任务学习组

成，扩大了感受野，以提取全局和不同尺度下语义

关系。加入混合的 Dice 和 Focal 损失函数，以缓解

正负样本数量不平衡的问题，促进模型的训练。该

模型集成了输入图像的空间和光谱信息，利用高分

辨率影像在森林湿地洪泛区识别的准确率达到了

95%，具有较高的精度和较少的“椒盐”效应。考虑

到湿地具有季节性或者周期性变化，湿地边界难以

确定。Sun 等［36］采用多源数据，集成空间、时间和模

型，提出了一种基于红树林生境、低潮和语义分割

的时空优化方法模型（hybrid U-Net）。该方法利用

图 3　集成深度学习模型框架［66］

Fig.3　Integrated deep learning model framework［66］
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红树林退潮期，减少了周围植被对红树林湿地边界

区分的干扰，满足了小样本、高精度、高效绘制大尺

度红树林需求。

DeepLab 系列通过多尺度空洞卷积方法解决了

图像分割中的多尺度问题，也被广泛应用于高分影

像湿地分类中。Liu 等［35］选取高空间分辨率卫星高

分 1 号、高分 2 号等不同的遥感数据作为数据源，基

于 DeepLabV3+深度学习模型，构建了 12 个植被分

类模型，探讨不同空间分辨率和光谱范围的遥感影

像对滨海湿地地物分类的影响。其中利用空间分

辨率为 0.8 和多种光谱指数的影像数据源实现了最

高的整体分类精度，达到了 92.8%。研究发现，结合

影像光谱波段和光谱指数（植被指数、土壤指数和

水分指数等）可以提高沼泽植被分类的精度。此

外，影像的空间分辨率越高，由于光照影响，较高的

植被更加容易受到阴影的干扰，因此更精细的空间

信息在一定程度上也会造成干扰。Chen 等［38］采用

多源数据与光谱指数结合，将基于对象分析方法

（OBIA）和 CNN 相结合构建了 MRS_DeepLabV3+
模型，实现了湿地植物物种分类。

采用先进的语义分割模型，也可以提高湿地的

分类精度。Cheng 等［68］利用坐标注意力机制对 Reg⁃
Net 模型进行改进，得到 CA-RegNet 模型，引入的

空间信息，可以增强模型对影像空间结构的理解，

用于滨海湿地分类，成功区分人工湿地与滨海湿

地；同时也将 ConvNeXt、EfficientNet B7、Inception-
RegNet 和 SE-RegNet 模型首次应用于高分影像湿

地分类任务中，并表现出优越的分割性能。同时，

研究人员也将 CNN 引入先进的语义分割模型。

Zhang 等［37］将 CNN 引入先进的半监督语义分割模

型（Segment Anything Model，SAM），利用 CNN 能

够提取多尺度局部空间结构和纹理特征作为辅助

分支，与 SAM 用于捕捉全局语义信息的主干（Vi⁃
sion Transformer，ViT）形成互补与融合关系，得到

一种增强的 MW-SAM 模型。该方法在针对湿地

复杂的边界和内部的异质性问题上，还引入了提示

生成策略生成特定湿地的特征，在红树林湿地分类

中展示了显著的效果。但该模型的计算复杂度较

高，需要大量的计算资源。

3.4　基于生成对抗网络的高分影像湿地分类　

GAN 包 括 ：生 成 器（Generator，G）和 判 别 器

（Discriminator，D）两部分，如图 4 所示［69］。G 根据要

求不断从随机噪声中生成与实际标签数据相近的

伪样本，并传递给 D；然后 D 推断图像是来自 G 所产

生的还是真实的［70］。在博弈中，由 G 和 D 在对抗训

练的过程中进行迭代优化，不断优化各自网络的参

数，最后达到纳什平衡状态［71］。

DNN 和 CNN 尽管具有适用性和成功案例，但

都需要大量的标记样本来提高模型的性能。以

GAN 为代表的生成网络则可以部分解决深度学习

样本不足的问题［72-74］，为湿地的样本稀缺问题提供

了解决思路。以地物分类为例，通过将需要处理的

高分影像裁剪为指定大小的训练样本以代替随机

变量，进而训练生成器以直接生成地物的形式来代

替分类模型中的识别过程，可以有效减少识别过程

中所需要的环节数。同时，通过选择合适的对抗训

练方法和损失函数以保证模型优化的合理性和有

效性，进而在自动化训练过程中保证较高的精准

度。相较于卷积神经网络，基于 GAN 网络的方法

通过对抗训练优化模型性能，在不增加网络复杂度

的情况下，可以有效增强像素预测结果的一致性。

如果标签样本数量不足，容易造成分类模型的

过拟合，降低模型的时空泛化能力。为了综合利用

有限的标签样本和海量无标签样本进行模型训练，

He 等［33］提出一种基于对象的半监督湿地分类方法，

即 ShuffleGAN，该模型将 ShuffleNet 加入 GAN 网

络之中，以减少计算量，获得速度和精度之间的平

衡，同时将训练集分成标记和未标记样本放入模型

进行训练，以解决湿地分类中的标记样本缺乏的问

题。该方法总体准确率（Overall Accuracy，OA）达

到了 83.55%，在视觉质量和湿地分类精度方面都表

现出优异的效果，实现了物种级分类。

从表 2对比分析中可知，当样本数据量足够大、分

类复杂且数据来源较多时，卷积神经网络算法最为

合适；当数据规模较小时，应选择生成对抗网络等半监

督模型。但是各种分类方法都有自身的局限性。

图 4　生成对抗网络

Fig.4　Generative Adversarial Network
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4 深度学习在高分影像湿地分类应

用中的挑战与展望   
湿地植被等土地覆被的类型和空间分布随环

境因素发生快速而频繁的变化，包括季节和气候变

化、地形、海平面上升、水温、洪水和盐碱化等，利用

高分影像进行高精度湿地分类是具有挑战性的。

湿地景观的动态监测较复杂，需要季节性多次采集

数据，并且之后需要通过具有快速且自动化算法、

较少人为干预的监测系统，来分析具有高空间、时

间和光谱分辨率的影像。特别是对于这种连续或

几乎实时的土地覆盖监测系统，如果使用专业知识

来设计和提取湿地不同类别的最有效和区分性特

征，会更加困难，并且分类的精度依赖于这些特征

挑选的质量。深度学习的自动提取特征，可以快速

得到精度更高、更准确的分类结果，为解决这些问

题提供了新的方向。目前深度学习在高分影像湿

地分类应用中仍存在以下 3 点不足。

4.1 标准湿地遥感样本数据集构建的问题

深度学习属于数据驱动模型，基于深度学习的

高分影像湿地分类性能很大程度取决于样本数据

的规模大小和标注质量，以及湿地结构的复杂性和

类别的多样性。在数据集构建技术上，一方面，湿

地数据采集困难，需要野外实地观测，样本数据标

注费时费力；另一方面，大多数研究人员难以获得

高分辨率商业数据。这就导致样本数据集不仅在

数量上有限，在种类上也缺乏，并且大多数可用的

高分影像样本数据集，因其样本仅采集于特定的时

间和地点，且需要考虑湿地的季节性变化、光照效

应和不同区域的类内变化等因素，形成一个综合数

据集难度很大。

4.2 深度学习网络的泛化性问题

由于湿地遥感数据的时、空特殊性，在特定区

域构建好的深度学习网络模型通常是针对该区域

特定生态系统训练的，而不是一个通用的混合生态

系统模型。在新的区域应用时，仍然需要大量的实

测标记样本，才能使模型的精度更高。如何提高深

度学习网络的泛化性是急需解决的问题。

4.3 深度学习模型结构优化的策略问题

在高分影像湿地分类研究中，大部分研究学者

直接使用计算机视觉领域中较为成熟的深度学习

模型，或者对模型进行了改进，虽然也有研究学者

针对高分影像的特点进行了模型优化，但其适用范

围还需进一步验证。一方面针对数据源，研究人员

多采用多源、多时相、多分辨率获得湿地的动态变

化和特征，在模型上采用四通道或者多通道结构；

尽管多通道模型能够融合多源数据，取得显著成

果，但多源数据的特征提取网络是否需要单独设

计，不同波段之间的特征是否需要融合，如何进行

特征融合，还有待思考；此外，如何充分利用数据中

蕴含的地貌知识或者其他植被知识图谱，也是一个

需要思考的问题。最后，模型的输入数据源需要切

片，这一过程可能会导致每个切片之间存在地物边

界，而这些切片通常彼此不重叠，在切片边界处的

信息可能不完整，导致模型在地物边界处的分类不

太准确。另一方面针对模型结构，深度学习模型对

输入的高分影像湿地进行自动学习提取特征，具有

一定程度上的“黑盒”特性和不可解释性。同时，深

度学习训练模型的参数优化，即批量大小、学习率

等，也是一个尚待解决的挑战。目前还没有确切的

表 2　深度学习高分影像湿地分类方法特点

Table 2　Characteristics of wetland classification methods in deep learning high-resolution images

判别模型

生成模型

神经网络

深度神经网络

卷积神经网络

生成对抗网络

代表性分类算法

DNN

CNN

AlexNet、VGG、Xception、ResNet、
Inception

SRCNN、FSRCNN

UNet、DeepLab

RegNet
GAN

优点

相比传统方法优势并不明显

可以减少光谱相似引起的湿地类别之

间的混淆，分类精度较高

网络层数深，处理复杂的湿地分类表

现优异

提高图像分辨率，恢复图像的光谱和

空间细节

实现像素级分割、适用于大范围湿地

制图，具有较少的“椒盐”效应

处理复杂影像效果显著

样本需求量少

缺点

以向量形式输入特征，不考虑影像

结构，样本需求量大

样本需求量大

样本需求量大，分类精度依赖于神

经网络的层数

分类精度依赖于所构建的斑块的

大小

样本需求量大

样本需求量大

模型不好收敛
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方法来实现超参数的最佳组合。

5 未来的探索方向   
结合当前深度学习在湿地植被遥感研究的现

状及不足，建议未来应加强以下几个方面的研究。

5.1　样本数据集构建研究　

构建大规模公开样本数据集平台，整合不同来

源的数据集，从而帮助研究者进行深度学习模型构

建和训练。建议采用两种方式进行数据集构建。

一种是图像块级标注（一个图像块一个类别）。这

种标签对细节不太敏感，优点是比较容易制作，缺

点是无法提供精确的地物边界信息，可能会导致大

区域制图结果出现明显的边缘锯齿效应；并且一个

图像块中可能会同时存在多种地物类型，增加模型

分类难度。另一种像素级标注，需要由该领域的专

家对影像像素进行分类并生成分割地图，相比图像

块级样本可以提供精确的地物边界信息，但是比较

耗时。

5.2　深度学习网络模型研究　

（1）稀疏样本下深度学习模型构建。除了扩大

数据集规模外，还可以尝试构建需要少量样本的网

络，比如无监督、半监督学习和迁移学习。无监督

学习对样本的需求最低。半监督方法可以同时利

用有限的标记样本和大量未标记的样本来训练分

类器，减少了一部分标记样本需求。迁移学习方法

使用一个预先训练的分类器来提取新数据集的特

征，例如使用标记多模态数据集上的预训练模型来

标记单模态数据集。也可以在模型训练之前采用

数据增强方法增加样本数量，采用图像变换（如翻

转、平移、旋转）在原始数据的基础上生成额外的、

更多样化的数据样本。

（2）深度学习模型结构优化。结合高分影像的

自身特点，有针对性地改进深度学习网络，不断探

索计算机视觉领域的技术在高分遥感湿地分类中

的结合。首先，针对湿地影像与其他遥感影像不

同，呈现季节性动态变化，且没有明确边界的问题。

如季节性变化会导致植被分类时光谱可分离性降

低，网络在模型训练期间学习具有相似特征的植被

类型时会产生混乱。在构建模型数据集时，一方

面，可以考虑输入多源、多时、多分辨率影像，从“时

空”、“空谱”、“时空谱”一体化融合特征等方面考

虑，可以全面捕捉湿地的动态变化，提高分类准确

性；另一方面，为了减弱深度学习的“黑盒”特性和

可解释性。可以加入一些辅助信息（如光谱指数、

（Digital Elevation Model，DEM）和 植 被 指 数 序 列

等），进而更好地利用湿地的先验知识，从而提高模

型结构的合理性。而对于数据切片带来的问题，可

以使用滑动窗口或者添加重叠区域，来解决切片边

界的问题，提高边界处的分类精度。

其次，在网络的选择和设计上可以结合湿地的

具体问题，选择合适的分类器或者综合不同类型网

络的优势，来更有效地解决湿地分类中的问题。具

体而言，高空间分辨率影像的空间信息更丰富、更

精细，在一定程度上减少了像元混叠，提高了模型

的可操作性，但对于一些复杂土地覆盖类型，噪声

干扰则更加严重（如阴影、云、雾等），加剧了目标提

取的困难。为了解决噪声干扰问题，则可以选取去

噪模型。其次，CNN 类能够多尺度提取局部特征的

网络的分类效果表现优异，因此对于物种级分类可

以考虑在模型中引入 CNN；而能够实现像素级分类

的语义分割模型，对于湿地复杂边界的提取效果更

加显著，因此对于大尺度湿地制图可以选择先进的

语义分割模型。

最后，不同的遥感影像具有不同的优缺点，如

多尺度、多传感器、多时相、多谱段等特征。因此，

在设计网络时，可以考虑引入多模态神经网络，将

不同类型的遥感影像（如光学遥感、合成孔径雷达

影像、LiDAR 和高光谱数据等）进行多模态数据融

合，还可以引入注意力机制和提示生成策略，帮助

网络聚焦于湿地影像中的关键区域（植被、边界）从

而提高分类的准确度和可靠性。此外，在网络参数

优化方面，可以尝试自适应地确定最佳网络参数。
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A Review of Wetland Classification with High-resolution Remote 
Sensing Image based on Deep Learning

YANG Jing1，2，ZHAO Hui1，LUO Yaohua2，3，WANG Jundi1，2
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Abstract：The classification of wetlands with high-resolution images is one of the research hotspots of remote 
sensing classification. Aiming at the complex mottling of high-resolution image wetlands and wetland hydrologi⁃
cal boundaries fluctuate seasonally， the traditional classification of high-resolution image wetlands adopts the 
manual extraction feature interpretation method， which is time-consuming， laborious and has low accuracy. 
Therefore， how to achieve automatic and efficient interpretation of wetlands is an urgent problem to be solved. 
In recent years， with the rapid development of artificial intelligence technology， the use of deep learning to 
achieve high-resolution image wetland classification has become a new research direction. In order to promote 
the development of high-resolution image wetland classification technology， the latest research results of deep 
learning models commonly used in high-resolution image wetland classification， including deep neural net⁃
works， convolutional neural networks， and generative adversarial networks， are summarized， and the applica⁃
tion and innovation of various deep learning models in high-resolution image wetland classification were ana⁃
lyzed and discussed， such as the application of ensemble learning and the construction of semi-supervised mod⁃
els. Finally， from the aspects of samples and models， the problems of deep learning in the classification of wet⁃
lands with high-resolution images and the possible research trends in the future are prospected.
Key words：High resolution image；Wetland classification；Deep learning；Sample-Model
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