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基于可解释性神经网络的界面面积

浓度预测
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摘要 界面面积浓度（Interfacial Area Concentration，IAC）是两相流动的封闭两流体模型中界面传递项的关键参

数，用于表征气液界面传输能力的强弱。对界面面积浓度的建模预测通常有经验关联式和界面面积输运方程

等方法，但这些方法都有较大的数据依赖性。而对神经网络模型增添可解释性可以为模型修正提供方向，严谨

提升预测精度。为更好地预测两相流动的 IAC，基于神经网络建立了 IAC的预测模型，结合不同气泡行为、物理

关系及统计分布并利用事后可解释性方法，对比分析了不同输入特征组合的神经网络模型预测能力；并通过神

经网络每层的结构参数大小，分析输出比重挑选合适的数据预处理方法。通过事后可解释性分析得到空泡份

额是 IAC预测的重要因素，而对训练数据进行对数变换预处理能够显著提高模型对真实数据的预测能力。
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Prediction of interfacial area concentration based on interpretable neural network
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Abstract [Background] Interfacial area concentration (IAC) is a key parameter of the interface transfer term in the 

closed two-fluid model of two-phase flow, which characterizes the strength of the gas-liquid interface transport 

capacity. There are usually some methods for modeling and predicting the interface area concentration, such as 

empirical correlation formula and interface area transport equation, but these methods have large data dependence. 

[Purpose] This study aims to provide direction for model revision and improve the prediction accuracy of IAC by 

adding interpretability to the neural network model. [Methods] The prediction model of IAC based on a neural 

network was firstly established for better prediction of IAC with two-phase flow. Then, different bubble behavior, 

physical relationships, and statistical distribution were combined, and the predictive ability of the neural network 
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model with different input feature combinations was compared and analyzed by the post-interpretability method. 

Finally, based on the structure parameter size of each layer of the neural network, the appropriate data preprocessing 

method was selected by analyzing the output proportion. [Results] The post explanatory analysis show that the 

maximum prediction accuracy of the neural network reaches 95.62% when the inputs of the neural network are the 

gas superficial velocity (jg), liquid superficial velocity (jf), and void fraction (α). The void fraction is an important 

factor in IAC prediction, and logarithmic transformation preprocessing of training data can significantly improve the 

model's predictive ability for real data. [Conclusions] The results of this study provide reference for future 

interpretability research on interface area concentration. 

Key words Interfacial area concentration, Two-phase flow, Neural network model, Post interpretability

气液两相流动现象广泛存在于核电、化工、石油

运输等领域，在反应堆系统程序中，通常使用两流体

模型来描述两相流，对气相、液相分别建立质量、动

量和能量守恒方程，并用界面传递项表征各物理量

在气相、液相之间的传递［1］。Ishii等［2］指出，质量、动

量和能量的界面传递项均可表示为：界面传递项=界

面面积浓度（Interfacial Area Concentration，IAC）×驱

动力［3］，IAC是两流体模型中决定界面质量、动量和

能量传递量的关键因素。因此，为了更好地封闭界

面传递项以构建两流体模型，有必要对 IAC等进行

预测研究。

两相流动的 IAC特性受气泡核化、扩张、破碎、

聚合、冷凝等各种气泡行为的影响，也与流型、相态

分布、湍流强度等流动特性紧密相关。IAC的预测

较为复杂，实验测量仍然是对其进行研究的主要手

段，学者们通常是基于低参数下的 IAC测量实验数

据建立经验关系式、半经验关联式或界面面积输运

方程。Sun［4］对直径为10.2 cm竖直圆管中界面面积

浓度数据进行了测量，并用于评估一群气泡界面面

积输运方程（Interfacial Area Transport Equation，

IATE）模型。Worosz等［5］使用四传感器电导探针对

5.08 cm 竖直圆管中局部两相参数进行了测量，对

IAC分布特性进行了分析。传统两相流研究方法仅

根据几个有限的参数对两相流复杂问题进行拟合，

具有预测精度低等缺点。如Vasavada等［6］对界面面

积浓度模型进行评估，发现预测值与实验值之间的

最大误差为22%。人工神经网络在拟合复杂问题如

两相流方面具有优势，因此本研究采用神经网络对

界面面积浓度预测进行研究。

近 年 来 ，人 工 神 经 网 络（Artificial Neural 

Network，ANN）在解决各种工程问题的成功实例和

发展，使人们开始关注其在两相流系统问题中的潜

在应用。Huang等［7］使用ANN对圆管的临界热流密

度（Critical Heat Flux，CHF）数据进行了分析，发现

ANN方法相较于传统预测模型，具有更强的容错率

与预测精度；Zhao等［8］通过设计神经网络耦合算法

架 构 ，提 升 了 偏 离 核 态 沸 腾（Departure from 

Nucleate Boiling，DNB）型 CHF 的预测准确率。虽

然存在不同的神经网络结构，但双隐藏层反向传播

神经网络模型已经成功用于预测两相流系统中的压

降与CHF问题，如Nasseh等［9］等使用神经网络对 5

种不同文丘里洗涤器中的压降进行了预测，并得到

了较好的结果。但是这些研究均未对神经网络进行

解释，无法为物理预测模型提供修正方向。

因此，本文基于神经网络对竖直圆管内 IAC进

行预测，同时建立了 IAC的预测模型，并在物理解释

层面对比分析了不同输入特征组合的神经网络模型

预测能力，通过可解释性的机器学习方法对两相流

相界面演变机制进行了研究，有利于为研究复杂两

相流问题提供新思路。

1  神经网络模型 

1.1　 神经网络　

一般而言，神经网络只是基于生物学的神经元

网络的基本原理而建立的一种信息处理模型，为了

完成各种任务而设计的一种数学技术，神经网络可

以以各种方式进行配置，以执行包括模式识别、数据

挖掘、分类和过程建模在内的一系列任务。ANN是

基于动物神经网络行为特征，由相互关联的简单单

元（节点）组成的网络，能够开发对象或数据之间的

关联、转换或映射。它只是一种模拟人类神经系统

特定功能的计算机模型，模拟的是简单的生物学习

过程（Bishop［9］，Fauset［10］），神经网络的基本要素是

神经元及其连接权值。

ANN的优点是：即使输入和输出数据集之间的

映射关系是未知的，但也被认为是存在的，网络可以

被训练来学习这种关系，不需要像传统方法那样事

先假设，这种映射关系被认为是最终的黑箱模型［11］。

神经网络的体系结构由输入层、隐藏层和输出

层组成，第一层由若干个与输入数据或信息数量相

等的神经元组成，最后一层表示期望输出。在输入

层和输出层之间，可以使用多个隐藏层，输入层的每

个神经元与隐藏层的所有神经元相连，隐藏层的神

经元与输出神经元相连。

神经网络主要分为两个传播方向过程：前向传

播和反向传播。反向传播方法是一种以监督方式训

练多层神经网络的技术，也称为误差反向传播算法，

是基于误差修正学习规则（Principe等［12］），它要经过

神经网络的两个传播方向，先前向传播后反向传播。

在前向传播中，对网络的输入节点输入信号，然后通

过神经网络逐层传播，最后产生一组输出作为网络

的实际响应。

在神经网络中，给定一个表达神经元如何连接

的网络拓扑结构，一个学习算法以及一些初始连接

权重（通常是随机数）作为初始模型。在反向传播过

程中，训练结果将导致连接权重的更新，因此，通过

数值迭代会更新产生最终模型，而给定的一组输入

数据可以使用训练好的模型产生预测输出。

通过增加模型的输入信息的规模，神经网络模

型的预测精度可以得到显著提高，再进一步训练，神

经网络学习到的特征会不断丰富最终导致预测模型

的输出与原始数据本身相当。

1.2　 神经网络模型结构　

本研究使用的双隐藏层神经网络的简化示意图

如图1所示。

首先，对训练集的训练数据进行归一化预处理。

归一化方法泛指把数据特征转换为相同尺度的方

法，比如把数据特征映射为服从均值为 0、方差为 1

的标准正态分布。通过把数据归一化为相同尺度

后，大部分位置的梯度方向会近似于最优搜索方向，

这样在梯度下降求解时，每一步梯度的方向都基本

指向最小值（导数为 0的点），训练效率大大提高。

同时在神经网络中添加神经网络中的偏置（bias），

有利于更好地拟合数据。在本研究中，数据归一化

方法采用Z-score化方法，如式（1）所示：

x* =
x − -

x
σ

(1)

式中：
-
x与σ分别为训练数据的平均值和标准差。

其次，本文神经网络模型的预测对象是界面面

积浓度（Interfacial Area Concentration，IAC），因此设

置输出层为界面面积浓度 a i，而输入特征采用气相

表观流速 jg、液相表观流速 jf 和空泡份额 α不同组

合。对于弹状气泡，随着 jg 的增加，气泡的数目、尺

寸均会增加，会引起更强的尾流效应；而随着液相流

速的增加，气泡尺寸减小、频率降低，同时也导致更

多、更小的空泡份额波动峰值，导致更强的湍流强

度、更多的漩涡［13］。这些气液相表观流速的变化都

促进了气泡的破碎，导致了界面面积浓度的变化。

最后神经网络的两个隐藏层均设置了32个神经元，

步长为 0.003，迭代次数为 50 000 次，损失采用

MSELoss 损失函数，前两层采用 ReLU（Rectified 

Linear Unit）函数，最后一层不激活。

为探究选取不同输入特征对 IAC预测的影响，

通过对不同 IAC预测精度进行事后可解释性分析。

在物理上，结合输入特征与输出特征之间的物理关

系和输入特征的统计分布，得到影响 IAC的主要影

响参数；在数理统计上，通过逐步分析神经网络计算

过程，计算每一层的输出比重，选择恰当的数据预处

理方法。

2  结果分析 

研究采用137个训练数据［5，14−21］来评估人工神经

网络模型的预测能力，表 1给出了调研训练数据的

参数范围，并选取了 5组不同输入特征组合进入神

经网络模型进行训练。本研究认为误差在±20%之

内的界面面积浓度数据预测准确。表2给出了不同

神经网络模型的预测正确率，图 2（a~e）给出了不同

神经网络的预测结果，对模型预测数据与实验数据

进行了比较。

2.1　 空泡份额与 jg　

将图2（a）与（b）进行对比，输入特征的数目均为

2，图2（a）的输入特征为 jf与 jg，图2（b）输入特征为 jf

与α，后者神经网络模型的预测能力明显优于后者。

根据以下分析可得，空泡份额 α是影响 IAC变化的

主要因素。

空泡份额对 IAC变化的影响特性可以从两方面

解释：首先，可从界面面积输运方程层面来解释，

图1　双隐藏层神经网络图示
Fig.1　Diagram of double hidden layer neural network
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层和输出层之间，可以使用多个隐藏层，输入层的每

个神经元与隐藏层的所有神经元相连，隐藏层的神

经元与输出神经元相连。

神经网络主要分为两个传播方向过程：前向传

播和反向传播。反向传播方法是一种以监督方式训

练多层神经网络的技术，也称为误差反向传播算法，

是基于误差修正学习规则（Principe等［12］），它要经过

神经网络的两个传播方向，先前向传播后反向传播。

在前向传播中，对网络的输入节点输入信号，然后通

过神经网络逐层传播，最后产生一组输出作为网络

的实际响应。

在神经网络中，给定一个表达神经元如何连接

的网络拓扑结构，一个学习算法以及一些初始连接

权重（通常是随机数）作为初始模型。在反向传播过

程中，训练结果将导致连接权重的更新，因此，通过

数值迭代会更新产生最终模型，而给定的一组输入

数据可以使用训练好的模型产生预测输出。

通过增加模型的输入信息的规模，神经网络模

型的预测精度可以得到显著提高，再进一步训练，神

经网络学习到的特征会不断丰富最终导致预测模型

的输出与原始数据本身相当。

1.2　 神经网络模型结构　

本研究使用的双隐藏层神经网络的简化示意图

如图1所示。

首先，对训练集的训练数据进行归一化预处理。

归一化方法泛指把数据特征转换为相同尺度的方

法，比如把数据特征映射为服从均值为 0、方差为 1

的标准正态分布。通过把数据归一化为相同尺度

后，大部分位置的梯度方向会近似于最优搜索方向，

这样在梯度下降求解时，每一步梯度的方向都基本

指向最小值（导数为 0的点），训练效率大大提高。

同时在神经网络中添加神经网络中的偏置（bias），

有利于更好地拟合数据。在本研究中，数据归一化

方法采用Z-score化方法，如式（1）所示：

x* =
x − -

x
σ

(1)

式中：
-
x与σ分别为训练数据的平均值和标准差。

其次，本文神经网络模型的预测对象是界面面

积浓度（Interfacial Area Concentration，IAC），因此设

置输出层为界面面积浓度 a i，而输入特征采用气相

表观流速 jg、液相表观流速 jf 和空泡份额 α不同组

合。对于弹状气泡，随着 jg 的增加，气泡的数目、尺

寸均会增加，会引起更强的尾流效应；而随着液相流

速的增加，气泡尺寸减小、频率降低，同时也导致更

多、更小的空泡份额波动峰值，导致更强的湍流强

度、更多的漩涡［13］。这些气液相表观流速的变化都

促进了气泡的破碎，导致了界面面积浓度的变化。

最后神经网络的两个隐藏层均设置了32个神经元，

步长为 0.003，迭代次数为 50 000 次，损失采用

MSELoss 损失函数，前两层采用 ReLU（Rectified 

Linear Unit）函数，最后一层不激活。

为探究选取不同输入特征对 IAC预测的影响，

通过对不同 IAC预测精度进行事后可解释性分析。

在物理上，结合输入特征与输出特征之间的物理关

系和输入特征的统计分布，得到影响 IAC的主要影

响参数；在数理统计上，通过逐步分析神经网络计算

过程，计算每一层的输出比重，选择恰当的数据预处

理方法。

2  结果分析 

研究采用137个训练数据［5，14−21］来评估人工神经

网络模型的预测能力，表 1给出了调研训练数据的

参数范围，并选取了 5组不同输入特征组合进入神

经网络模型进行训练。本研究认为误差在±20%之

内的界面面积浓度数据预测准确。表2给出了不同

神经网络模型的预测正确率，图 2（a~e）给出了不同

神经网络的预测结果，对模型预测数据与实验数据

进行了比较。

2.1　 空泡份额与 jg　

将图2（a）与（b）进行对比，输入特征的数目均为

2，图2（a）的输入特征为 jf与 jg，图2（b）输入特征为 jf

与α，后者神经网络模型的预测能力明显优于后者。

根据以下分析可得，空泡份额 α是影响 IAC变化的

主要因素。

空泡份额对 IAC变化的影响特性可以从两方面

解释：首先，可从界面面积输运方程层面来解释，

图1　双隐藏层神经网络图示
Fig.1　Diagram of double hidden layer neural network
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IAC定义为两相流流动中单位体积的界面面积，式

（2）为一维界面面积输运方程的一般形式。 Ishii

等［22］指出，一群界面输运方程的源项和汇项主要包

括三类气泡作用机理：湍流作用引起的气泡破裂、涡

流引起的气泡随机碰撞合并、尾流引起的气泡合并。

∂a i∂t
+

d
dz

(a iv i ) =
1

3ψ ( αa i ) 2

{(ϕB − ϕC ) + (ϕPN −
ϕPC ) } + ( 2a i

3α ){∂α
∂t

+
d
dz

(αv i )} (2)

式中：ϕB、ϕC、ϕPN 和 ϕPC 分别为气泡破裂、气泡合并、

气泡成核与气泡冷凝导致的气泡数目密度变化率，

右边最后一项为体积膨胀项。故气泡合并破裂与

IAC变化有很大关系。

气泡破碎引起的气泡数密度增加率 ϕB 可表

示为：

ϕB =
γBα (1 − α ) ε1/3

D11/3
b (αmax − α )

exp ( − KBσ
ρf D

5/3
b ε

2/3 ) (3)

式中：ε、Db、αmax、KB、σ和ρf分别代表单位质量的能量

耗散率、气泡直径、最大空泡份额、常数、表面张力和

液体密度。

气泡合并引起的气泡数密度减小率可表示为：

ϕC =
γCα

2ε1/3

D11/3
b (αmax − α )

exp ( − KC ρ
1/2
f D5/6

b ε
1/3

σ 1/2 ) (4)

式中：KC、γC为通过实验确定的可调参数。

由式（3、4）可得，空泡份额会影响气泡合并的剧

烈程度，从而会对 IAC造成影响。

其次，可从 IAC经验关系式角度来解释。对于

绝热稳定发展的泡状流条件，ϕPN和 ϕPC均等于 0，故

气泡数密度输运方程为：

ϕB − ϕC = 0 (5)

通过式（3~5），可得到：

a i =
é

ë

ê
êê
ê
ê
ê
KB

ì
í
î

ïï
ïï
1 − KC

KB

D2.5
b ( σρf ) − 1.5

ε
ü
ý
þ

ïï
ïï

ù

û

ú
úú
ú
ú
ú

− 0.6

×
é

ë

ê
êê
ê6α{ln

γB (1 − α )
γCα }

0.6ù

û

ú
úú
ú (

σ
ρf

)− 0.6ε0.4

   ≈ ς é
ë

ê
êê
ê
ê
ê
KB

ì
í
î

ïï
ïï
1 − KC

KB

D2.5
b ( σρf ) − 1.5

ε
ü
ý
þ

ïï
ïï

ù

û

ú
úú
ú
ú
ú

− 0.6

× ( σρf ) − 0.6

αθε0.4

(6)

则方程可进一步改写为［22］：

a i ≈ ς′ ( σ
ρf

)− ηαθ′εX (7)

式中：ς′为系数；η、θ和X分别为σ/ρf或σ/Δρ、α和 ε的

指数。

此即Hibiki和 Ishii［22］的 IAC经验关系式的一般

形式（式（7）），每单位质量能量耗散率根据机械能方

程推导得到：ε =
j
ρm ( − dP

dz )
F

。摩擦引起的每单位

长度压力损失由Lockhart-Martinelli关联式得到，将

此式（7）与上述结合可得到下列一般形式：

a i = Z′( σρf ) − H
αΘ

( )1 − α X { ffΦ
2
f

DH

( jg + jf ) j2
f}

X

(8)

式中：Z′、ff、Φ
2
f、DH、jg和 jf分别代表系数、液相摩擦系

数、液相摩擦乘子、水力当量直径、表观气体流速和

表1 训练数据的参数范围
Table 1　The parameter range of training data

作者Author

Worosz et al.[5]

Shen et al.[14]

Dang[15]

Schlegel et al.[16]

Wang et al.[17]

Wang et al.[18]

Qiao et al.[19]

Smith et al.[20]

Smith et al.[21]

年份Year

2015

2012

2017

2012

2017

2020

2017

2012

2012

截面平均数据量Data size

9

27

15

16

10

24

12

9

15

jf / m∙s−1

2

0.051~0.31

0.3~1.0

0.39~1

1.25~2.14

0.5~2

4

0.3

0.05~1.03

jg / m∙s−1

0.18~0.29

0.013~0.373

0.2~10

0.19~3.06

0.08~11

0.092~5.04

0.108~0.284

0.15~1

0.052~8

管道直径Geometry / mm

50.8

200

25.4

152，203

25.4

25.4

50.8

152

102，152

表2 不同输入特征组合预测准确率
Table 2　Prediction accuracy of different input feature 

combinations

序号

Number

1

2

3

4

5

输入特征

Input features

jf、jg

jf、α

jf /jg、α

jf、jg、α

lg ( jf )、lg ( jg )、lg (α)

预测正确率

Prediction accuracy / %

64.23

80.29

63.50

90.51

95.62

液体流速。

在下列两种极端情况下，经验关系式为：

a i = Z″{ ffΦ
2
f

DH

j2
f}

X( σρf ) − II

αΘ′ jX
g, 当 jg ≫ jf时 (9)

a i = Z″{ ffΦ
2
f

DH
}

X( σρf ) − II

αΘ′ j3X
f , 当  jg ≪ jf时 (10)

表 3给出了 σ/ρf 或 σ/Δρ、α和 ε、jf 或 jg 在现有的

界面面积相关性和模型中的指数。

通过表 3可以得出，在现有的 IAC经验关系式

中，将 Calderbank、Viswanathan、Akita 和 Yoshida 等

的α指数和 jg指数进行对比，发现α的指数比 jg的指

数大。故相较于 jg，空泡份额是影响 IAC 的主要

因素。

2.2　 jf /jg与流型划分　

将图 2（b）与（c）进行对比，图 2（b）的预测结果

也明显优于图 2（c）。图 2（b）的输入特征为 jf 与 α，

图2　输入项为5组不同输入特征时的预测值与实验值对比
(a) 输入特征为 jf与 jg，(b) 输入特征为 jf与α，(c) 输入特征为 jf/jg与α，(d) 输入特征为 jf、jg与α，(e) 输入特征为 lg(jf)、lg(jg)与 lg(α)

Fig.2　Comparison between predicted and experimental values for 5 different input features
(a) Input features are jf and jg, (b) Input features are jf and α, (c) Input features are jf/jg and α, (d) Input features are jf, jg and α, (e) Input 

features are lg(jf), lg(jg) and lg(α)
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液体流速。

在下列两种极端情况下，经验关系式为：

a i = Z″{ ffΦ
2
f

DH

j2
f}

X( σρf ) − II

αΘ′ jX
g, 当 jg ≫ jf时 (9)

a i = Z″{ ffΦ
2
f

DH
}

X( σρf ) − II

αΘ′ j3X
f , 当  jg ≪ jf时 (10)

表 3给出了 σ/ρf 或 σ/Δρ、α和 ε、jf 或 jg 在现有的

界面面积相关性和模型中的指数。

通过表 3可以得出，在现有的 IAC经验关系式

中，将 Calderbank、Viswanathan、Akita 和 Yoshida 等

的α指数和 jg指数进行对比，发现α的指数比 jg的指

数大。故相较于 jg，空泡份额是影响 IAC 的主要

因素。

2.2　 jf /jg与流型划分　

将图 2（b）与（c）进行对比，图 2（b）的预测结果

也明显优于图 2（c）。图 2（b）的输入特征为 jf 与 α，

图2　输入项为5组不同输入特征时的预测值与实验值对比
(a) 输入特征为 jf与 jg，(b) 输入特征为 jf与α，(c) 输入特征为 jf/jg与α，(d) 输入特征为 jf、jg与α，(e) 输入特征为 lg(jf)、lg(jg)与 lg(α)

Fig.2　Comparison between predicted and experimental values for 5 different input features
(a) Input features are jf and jg, (b) Input features are jf and α, (c) Input features are jf/jg and α, (d) Input features are jf, jg and α, (e) Input 

features are lg(jf), lg(jg) and lg(α)
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而在气液两相流动实验中，是通过改变 jf和 jg（即液

相和气相流量的工况组合）以达到引起 IAC变化的

目的。故尝试采用 jf /jg与α作为输入特征，但结果未

能达到期望，这说明 jf /jg并不适用于 IAC预测，是不

恰当的。

为更好理解 jf /jg在 IAC预测中的作用，图3显示

了 jf /jg 值与流动形态划分的关系，曲线为Mishima-

Ishii模型的流型转变曲线。由于气泡之间的相互作

用会导致流型的变化，故流型的转变在一定程度上

能够反映 IAC的变化。根据牛海宁等［31］研究，在相

同气相表观速度下，在搅混流区域界面面积明显高

于弹状-环状流区域，这是由于在搅混流区域，气液

表观流速都比较大，两相湍动程度明显高于弹状-环

状流区域。在图 3中，在流型图所示流型为泡状流

时，jf /jg在右侧彩色条中全覆盖，流型为弹状流-环状

流时，jf /jg 值均小于 4.638，这表示 colorbar所表示的

jf /jg值变化边界与流型转变模型不符。

2.3　 输入特征数量　

将图 2（b）与（d）进行对比，图 2（d）的预测率为

90.51%，高于图 2（b）的 80.29%。这是由于增添了 jg

作为新的输入特征。这说明通过增加输入特征的数

量，可以使得神经网络模型更好地学习到训练数据

的特征；这也说明输入特征中 jg 也是影响 IAC的因

素。在本研究中，为达到拟合速度与预测精度相平

衡，那么神经网络的结构不能过于复杂，故仅选择了

至多三种参数作为神经网络的输入特征。

2.4　 数据预处理-对数变换　

将图2（d）和（e）进行对比，图2（e）对（jf、jg、α）进

行了对数变换的数据预处理。这说明对数据合适的

预处理能够使得预测精度得到较好的改善。

而从统计学方面分析，由于 lg函数的作用，如表

4所示，能够缩小训练数据的绝对数值，同时也使得

训练数据的方差大大缩小，使得模型预测能力增强，

故选取合理的神经网络输入特征，这更有利于模型

的拟合。

从使用的数学公式进行分析，在单层隐藏层神

经网络的计算过程中，神经网络的输出是通过以下

公式进行计算的：

WX = ∑
i = 1

n

wi xi (11)

Y = WX + b (12)

那么，如图 1 所示，对于双层隐藏层的神经网

络，O1，1由以下公式得到：

o1,1 = f ( net1,1 )

net1,1 = ∑
i = 1

n

wi xi + b1

(13)

若分别将 jf、jg、α与 lg ( jf )、lg ( jg )、lg (α)代入公

式（10）中，则可得：

W1 X1 = jgw111 + jfw121 + αw131 (14)

W1 X2 = lg ( jg
w111 ) + lg ( jf

w121 ) + lg (αw131 ) (15)

可以看出，对于式（14），w111、w121 与w131 作为 jf、

jg与α的多项式系数，对于式（15），w111、w121与w131作

为 jf、jg与α的指数系数，能够较好地放大 jf、jg与α的

影响，所以对于 IAC预测有着良好的优化。而O2，1

由以下公式得到：

表3 现有界面面积相关性中系数指数
Table 3　Coefficient index of existing interfacial area 

correlation

作者Author

Hibiki, Ishii[23]

Millies et al.[24]

Kocamustafaogullari 
et al.[25]

Tabei et al.[26]

Calderbank[27]

Serizawa, Kataoka[28]

Viswanathan[29]

Akita, Yoshida[30]

σ/ρf指数

σ/ρf index

−0.5

−0.6

−0.33

―

−0.33

―

−0.6

−0.5

α指数

α index

0.847

0.83

0.78

0.847

0.775

0.87

1

1

ε, jf或 jg指数

ε, jf, jg index

0.070 7( ε )

0.4( ε )

0.22( ε )

0( ε )

0.125( jg )

0.2( jf )

−0.085( jg )

0.12( jg )

图3　jf /jg值与流动形态划分的关系（彩图见网络版）
Fig.3　Relationship between value and flow pattern division 

(color online)

表4 对数变换前后平均值与方差比较
Table 4　Comparison of mean and variance before and 

after logarithmic transformation

平均值Average

方差Variance

jg

1.222

5.748

jf

1.121

1.203

lg ( jg )
−0.408

0.409

lg ( jf )
−0.176

0.240

O2,1 = f ( net2,1 )

net2,1 = ∑
i = 1

n

wiOi + b2

(16)

然后引入 Adam 自适应算法对梯度下降法改

进，让学习率能够自适应地根据损失函数的改变而

变化，提高收敛速度［32］，而随着神经网络的训练，jf

与 jg 的意义将不断放大，对 IAC 的影响也会不断

增强。

对神经网络训练过程的定量分析如图 4所示，

图 4展示了随着神经网络前向传播的不断进行，经

过网络第一层隐藏层的计算过程中，对数变换初始

化 jf
w111 (lg )、αw111 (lg )、jg

w111 (lg ) 三 者 特 征 与 未 对 数 变 换

jf × w111、α × w111、jg × w111 三者的大小，可以看到绝

对数值远大于后者。说明“WX”中的“X”对第一层隐

藏层的输出结果影响较大，有利于真实物理数据对

神经网络模型的训练。

可以看出，通过对输入特征进行对数变换，将会

弱化神经网络权重的影响，增加神经网络输入特征

的影响，对于 jf、jg、α物理信息数据的放大也会不断

增加，这有利于模型的拟合。

表 5展示了样本 1在两个神经网络模型训练过

程中，数据第一、二、三次与权重计算后，得到的数值

矩阵大小分别是1×32、1×32、1×1。

而在未添加偏置与未激活的情况下，分别将每

个矩阵中所有元素求和，计算过程与式（10）对应。

得到表 6关于神经网络每层计算前一步的大小，可

以看出对数变换各值均为正值，且绝对数值均大于

未对数变换。神经网络输出结果为 Y=WX+b，在添

加偏置和激活后，由表中可以看到对数变换输出层

前“W3 X”大于偏置 b3，而未对数变换的前者小于后

者，说明对数变换弱化了最后一层偏置的作用，提高

了“WX”的影响。

综上所述，通过对数变换的方法，可以有效地提

高对输入特征 jf、jg、α三者物理信息对神经网络结果

的影响，有利于真实物理数据对神经网络的训练，使

得神经网络对于真实数据的拟合和预测有着更好的

结果。

3 结语

本研究应用神经网络的预测方法，对 IAC数据

库进行了训练，建立了可靠的神经网络模型，在物理

上结合气泡行为以及数据的统计分布，通过对结果

进行事后可解释性分析。在数学计算及神经网络结

构上，逐步计算分析神经网络内部结构参数，计算每

一层的输出比重，得到了如下结论：

1）空泡份额α相较于液相表观流速和气相表观

流速，是影响 IAC变化的主要因素。jf /jg不能作为神

经网络输入的特征，其变化边界与流型转变模型

不符。

2）对于神经网络，不同的数据预处理会得到不

同的预测结果。事先对数据进行对数变换，可以放

大物理信息，显著增强神经网络的预测能力。

3）同时选取 lg (α)、lg ( jf )、lg ( jg )作为输入特

征时，神经网络的预测效果最好，预测精度可以达到

95.62%。

本研究提出了基于可解释性理论修正神经网络

模型的指导思路，可用于构建高精度反应堆流动换

表5 神经网络训练过程矩阵大小
Table 5　Size of neural network training process matrix

表6 每层前计算与偏置b3数值
Table 6　Calculated and biased b3 values before each layer

图4　三个输入特征第一层计算结果
Fig.4　First layer calculation results of three input features
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O2,1 = f ( net2,1 )

net2,1 = ∑
i = 1

n

wiOi + b2

(16)

然后引入 Adam 自适应算法对梯度下降法改

进，让学习率能够自适应地根据损失函数的改变而

变化，提高收敛速度［32］，而随着神经网络的训练，jf

与 jg 的意义将不断放大，对 IAC 的影响也会不断

增强。

对神经网络训练过程的定量分析如图 4所示，

图 4展示了随着神经网络前向传播的不断进行，经

过网络第一层隐藏层的计算过程中，对数变换初始

化 jf
w111 (lg )、αw111 (lg )、jg

w111 (lg ) 三 者 特 征 与 未 对 数 变 换

jf × w111、α × w111、jg × w111 三者的大小，可以看到绝

对数值远大于后者。说明“WX”中的“X”对第一层隐

藏层的输出结果影响较大，有利于真实物理数据对

神经网络模型的训练。

可以看出，通过对输入特征进行对数变换，将会

弱化神经网络权重的影响，增加神经网络输入特征

的影响，对于 jf、jg、α物理信息数据的放大也会不断

增加，这有利于模型的拟合。

表 5展示了样本 1在两个神经网络模型训练过

程中，数据第一、二、三次与权重计算后，得到的数值

矩阵大小分别是1×32、1×32、1×1。

而在未添加偏置与未激活的情况下，分别将每

个矩阵中所有元素求和，计算过程与式（10）对应。

得到表 6关于神经网络每层计算前一步的大小，可

以看出对数变换各值均为正值，且绝对数值均大于

未对数变换。神经网络输出结果为 Y=WX+b，在添

加偏置和激活后，由表中可以看到对数变换输出层

前“W3 X”大于偏置 b3，而未对数变换的前者小于后

者，说明对数变换弱化了最后一层偏置的作用，提高

了“WX”的影响。

综上所述，通过对数变换的方法，可以有效地提

高对输入特征 jf、jg、α三者物理信息对神经网络结果

的影响，有利于真实物理数据对神经网络的训练，使

得神经网络对于真实数据的拟合和预测有着更好的

结果。

3 结语

本研究应用神经网络的预测方法，对 IAC数据

库进行了训练，建立了可靠的神经网络模型，在物理

上结合气泡行为以及数据的统计分布，通过对结果

进行事后可解释性分析。在数学计算及神经网络结

构上，逐步计算分析神经网络内部结构参数，计算每

一层的输出比重，得到了如下结论：

1）空泡份额α相较于液相表观流速和气相表观

流速，是影响 IAC变化的主要因素。jf /jg不能作为神

经网络输入的特征，其变化边界与流型转变模型

不符。

2）对于神经网络，不同的数据预处理会得到不

同的预测结果。事先对数据进行对数变换，可以放

大物理信息，显著增强神经网络的预测能力。

3）同时选取 lg (α)、lg ( jf )、lg ( jg )作为输入特

征时，神经网络的预测效果最好，预测精度可以达到

95.62%。

本研究提出了基于可解释性理论修正神经网络

模型的指导思路，可用于构建高精度反应堆流动换

表5 神经网络训练过程矩阵大小
Table 5　Size of neural network training process matrix

第一次参数计算First 
parameter calculation

第一次参数计算Second 
parameter calculation

第一次参数计算Third 
parameter calculation

输入矩阵

Input 
matrix

1×3

1×32

1×32

权重矩阵

Weight 
matrix

3×32

32×32

32×1

输出矩阵

Output 
matrix

1×32

1×32

1×1

表6 每层前计算与偏置b3数值
Table 6　Calculated and biased b3 values before each layer

对数变换

Logarithmic 
transformation

未对数变换

Non-logarithmic 
transformation

隐藏层1前
Before 
hidden layer 

1 ∑
i = 1

32

W1 X

88.319

−0.008

隐藏层 2 前

Before 
hidden layer 

2 ∑
i = 1

32

W2 X

252.909

8.494

输出层前

Before 
output 
layer
W3 X

0.947

−0.292

偏置

Bias 
b3

0.154

0.639

图4　三个输入特征第一层计算结果
Fig.4　First layer calculation results of three input features
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热参数预测神经网络中。
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