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智能电网中基于增强学习的动态价格优化算法
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摘 要：：动态的电费价格是驱使消费者改变用电消费模式的有效手段，为此，提出基于增强

学习的动态价格优化 (RLODP)算法。RLODP 算法结合电力服务商的利润和消费者的用电成本，对

电网负载进行管理；利用增强学习算法，电力服务商自适应地决策零售价格，将动态价格问题转

化为离散有限马尔可夫决策过程 (MDP)，再利用 Q-学习算法解决该决策过程。实验结果表明，提

出的 RLODP 算法减少了消费者的用电成本，实现了电网市场中电力供应与需求之间的平衡。
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AbstractAbstract：：Dynamic pricing is one of the most effective ways to encourage customers to change their 

consumption pattern. Therefore, Reinforcement Learning-based Optimizing Dynamic Pricing(RLODP) 

algorithm is proposed for energy management in a hierarchical electricity market by considering both 

service provider's profit and customers' costs. Using Reinforcement Learning, the SP can adaptively 

determine the retail electricity price. Dynamic pricing problem is formulated as a discrete finite Markov 

Decision Process(MDP), and Q-learning is adopted to solve this decision-making problem. Simulation 

results show that the RLODP algorithm can reduce energy costs for customers, balance the energy supply 

and the demands in the electricity market.

KeywordsKeywords：： smart grid； demand response； electricity price； Reinforcement Learning； discrete 

finite Markov Decision Process

为保证服务质量以及电网可靠性，须有效地管理电网负荷，电网负荷的增加可能毁坏电网设备。随着通信

技术的发展，先进读表基础建设(Advanced Metering Infrastructure，AMI)系统 [1]为提高用电效率、电网传输的可靠

性以及能量效力提供了可能 [2-3]。

作为能源系统，AMI 在电力供电站(供应商)与用电户(消费者)间实现双向通信，其依据先进设备，并结合网

络，对电网进行实时监测和管理。

双向通信模式便捷了供应商与消费者间的通信，使它们能够交互一些必要的信息，为实施需求响应 (Demand 

Response，DR)策略提供了基础。通过收集消费者信息，供应商对网络负荷进行管控，进而调整电费价格。由于

DR 策略驱使了消费者对他们的用电进行管理，DR 策略已成为减少用电成本和提高电网可靠性的有效手段。DR

策略的实施可以使供电商与消费者间达到双赢 ：消费者减少了用电成本，供应电降低管理成本 [4]。

动态价格是 DR 策略中最有效的工具手段之一 [5]，能够激励消费者依据电网成本调整他们的用电，使消费者

错峰用电，降低用电成本。然而，每个消费者用电量的不确定性、消费者数量的波动等因素，给管理电网负荷

提出了挑战。人工智能 (Artificial Intelligence，AI)技术的兴起，为高效管理电网负荷赋予了新希望 [6]。如，文献

[7]将负荷服务企业 (Load Serving Entity，LSE)与消费者间的电量交易看作离散-时间系统处理。LSE 通过增强学

习(Reinforcement Learning，RL)设定用电的零售价，进而最小化 LSE 和消费者的成本。
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作为 RL 主流算法之一，Q-学习算法已在多个领域内广泛使用。Q-学习算法通过迭代更新动作价值函数，

获取最优的 Q 值。为此，提出基于增强学习的动态价格优化(RLODP)算法。RLODP 算法将电价问题转化为离散

有限马尔可夫决策过程(MDP)，利用 Q-学习算法求解，获取最优定价，进而实现在保护 LSE 的利润的同时，降

低消费者的用电成本。仿真结果表明，提出的 RLODP 算法有效减少了消费者的用电成本。

1　RLODP 算法

1.1 系统模型

考虑如图 1 所示的系统模型，主要由 LSE 和 n 个消费

者组成。令Θ i 表示第 i 个用电消费者，且 i = 123n。在

时刻 t，消费者Θ i 向 LSE 请求所需的能量 Ei(t )。收到请求

后，LSE 就依据定价策略，设定电费价格，进而通过电费

价格驱使消费者调整他们的用电量。

1.2 消耗者用电模型

依据用户用电的特点 [8]，将用户划分为必须满足用电

户 (Critically Met User， CMU) 和 弹 性 用 电 户 (Curtailable 

User，CU)。LSE 必须满足 CMUs 所请求的用电量，即：

eCMU
i (t ) =E CMU

i (t ) (1)

式中：E CMU
i (t ) 表示用户Θ i 请求的用电量；eCMU

i (t ) 表示用户Θ i 实际上消耗的用电量。

由于 CU 会因为电费价格的增加而调整用电量，不失一般性，eCU
k (t ) ≤ E CU

k (t )。因此，CU 用户Θ k 在时隙 t 所消

耗的电量 eCU
k (t )：

eCU
k (t ) =E CU

k (t ) (1 + ξ t

rk( )t - p ( )t
p ( )t ) (2)

式 中 ： E CU
k (t ) 表 示 用 户 Θ k 所 请 求 的 用 电 量 ； eCU

k (t ) 表 示 LSE 所 给 予 用 户 Θ k 的 用 电 量 ；ξ t 表 示 在 时 隙 t 的 弹 性 系

数 [9]，且 ξ t < 0； rk(t ) 表示在时隙 t 的用户 Θ k 的零售用电价格；p (t ) 表示在时隙 t 的用户 Θ k 的批量用电价格，且

rk(t ) ≥ p (t )。
RLODP 算法旨在控制 CU 用户的用电量，减少用户Θ k 的成本。令 Ck(t ) 表示其在时隙 t 所减少的用电成本：

Ck(t ) = αk

2 (E CU
k (t ) - eCU

k (t ) ) 2
+
βk

2 (E CU
k (t ) - eCU

k (t ) ) (3)

式中：αk ,βk 分别表示用户Θ k 的参数，且均大于零。此外，用变量 Emax、Emin 对 (E CU
k (t ) - eCU

k (t ) ) 减少的用电量进行

限定，即 Emin < (E CU
k (t ) - eCU

k (t ) ) < Emax。

最后，任意用户Θ i 在时隙 t 所花费的用电成本为：

Gi(t ) = ri(t )[ f CMU
i eCMU

i (t ) + f CU
i eCU

i (t ) ] + f CU
i Ci(t ) (4)

式中 f CMU
i ,f CU

i 为布尔变量。若用户Θ i 为 CMU，则 f CMU
i =1，f CU

i = 0；否则，f CMU
i =0，f CU

i = 1。因此，f CMU
i +f CU

i =1。

提出 RLODP 算法的目的在于降低在观察时隙内的用电成本，因此，可建立目标函数：

min∑
t = 1

T ∑
i = 1

n

Gi( )t (5)

式中 T 为时隙总数。

1.3 LSE 供电模型

LSE 从 电 网 企 业 (Grid Operator， GO) 以 批 量 价 格 p (t ) 购 买 电 量 ， 然 后 以 零 售 价 向 消 费 者 出 售 ， 进 而 实 现 赢

利 [10]。对于任意 LSE，利润最大化是其目标：

Fig.1 System model
图 1  系统模型
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max∑
i = 1

N∑
t = 1

T

{ }[ ]ri( )t - p ( )t [ ]f CMU
i eCMU

i ( )t + f CU
i eCU

i ( )t (6)

通常，ri(t ) 大于 p (t )，但对它们的差值是有约束的。

1.4 目标函数

设计 RLODP 模型的目的是实现消费者与 LSE 的双赢，即减少消费者的用电成本和最大化 LSE 的利润。为此，

可建立目标函数：

max∑
i = 1

N∑
t = 1

T

[ ]Fi( )t (7)

式中：Fi(t ) = ρ[ ri(t ) - p (t ) ]ei(t ) - (1 - ρ)[ ri(t )ei(t ) + Ci(t ) ]，其中 ei(t ) = f CMU
i eCMU

i (t ) + f CU
i eCU

i (t )，ρ Î [01]表示消费

者的用电成本与 LSE 的利润间的权重因子，其值由 LSE 决定。

2　基于 RL 算法的双赢模型

引 用 基 于 RL 算 法 的 双 赢 模 型 ， 如 图 2 所 示 。 LSE 作 为 代

理，消费者为环境，零售价格表述动作，即 LSE 在每个时隙向

消费者反馈零售用电价格；消费者的用电信息，包括用电需求

和实际的用电量代表状态。为此，将动态的零售价格优化问题

转化为离散的有限马尔可夫决策过程 (MDP)；再结合 Q-学习

算法，提出有效的动态价格 DR 算法。

2.1 MDP 参数的初始化

MDP 的 关 键 参 数 包 括 ： 离 散 时 间 t； 动 作 A(ri(t ) )； 状 态

S (Ei(t ) ei(t ) )； 奖 励 R (ζ (ei(t ) |Ei(t ) ri(t ) ) )。 对 于 MDP 的 每 一

轮，可计算总的奖励：

R =∑
i = 1

n

[ ζ ( )ei( )1 |Ei( )1 ri( )1 + ζ ( )ei( )2 |Ei( )2 ri( )2 +   ] + ζ ( )ei( )T |Ei( )T ri( )T (8)

式中：ζ (ei(t ) |Ei(t ) ri(t ) ) = Fi(t )。用 Rt 表示 t 时隙后的奖励，包括 t 时隙，其定义如式(9)所示：

Rt =∑
i = 1

n

[ ζ ( )ei( )t |Ei( )t ri( )t + ζ ( )ei( )t + 1 |Ei( )t + 1 ri( )t + 1   ]+    + ζ ( )ei( )T |Ei( )T ri( )T (9)

考虑未来环境的不确定性，对未来奖励采用折扣因子，如式(10)所示：

Rt =∑
i = 1

n

[ ζ ( )ei( )t |Ei( )t ri( )t + γζ ( )ei( )t + 1 |Ei( )t + 1 ri( )t + 1    ]+    + γT - tζ ( )ei( )T |Ei( )T ri( )T (10)

式中 γ 为折扣系数，且 γ Î [01]。根据状态与动作的映射关系定义定价政策：Á:ri(t ) = Á(Ei(t ) )。提出 RLODP 模

型的目的就是寻找最优的定价政策 Á，即选择最优的动作(零售价格)，使消费者与 LSE 间达到双赢。

2.2 基于 Q-学习的定价政策

2.2.1 Q-学习的改进

作为免模型的 RL 技术，Q-学习常被利用获取最优的政策。设计 Q-值 Q (ζ (ei(t ) |Ei(t ) ri(t ) ) ) 是 Q-学习的基本

步骤。即在每个时隙 t，为每个状态-动作构建 Q 值。然后，再通过迭代更新，进而获取最优的动作。引用式(11)

更新 Q 值：

Q (StAt ) ¬Q (StAt ) + α é
ë
Rt + 1 + γ max

α
Q (St + 1α) -Q (StAt )ùû (11)

式中：α为学习率，决定了此时 Q 值接收目标 Q 值的近似程度，且 α Î [01]。若 α = 0，表示学习停止。在确认环

境 中 ， 可 以 使 α 取 值 为 1； γ 为 折 扣 因 子 ， 当 γ = 0， 表 示 学 习 体 (Agent) 只 考 虑 当 前 最 优 的 回 报 ； 当 γ 逐 步 接 收

 

LSE

…

retail price (action)

profit of LSE and costs of 

customer(reward)

energy of customer 

information (state)

CMU/CU CMU/CU CMU/CU

(environment)

Fig.2 Win-win model based on RL
图 2  基于 RL 的双赢模型
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1 时 ， 学 习 体 也 逐 步 考 虑 高 的 回 报 值 [11]； StAt 分 别 表 示 时 隙 t 的 状 态 、 动 作 ， 其 中 St = S (Ei(t ) ei(t ) )，
At = A(ri(t ) )；Rt + 1 表示时隙 t + 1 的奖励，即 Rt + 1 = R (ζ (ei(t + 1) |Ei(t + 1) ri(t + 1) ) )。为了简化表述，用 StAt 和 Rt + 1

分别表示时隙 t 的状态、动作和奖励。

为防止陷入局部最优解，对 Q-学习算法进行改进。在训练初期阶段引入 ε -贪婪算法，使学习体以一定的概

率对环境进行探索。通过经验的逐步积累，获取稳定收敛的 Q 值。

针对未知环境，Agent 通过不断试错学习，积累经验。第一步：依据 ε - 贪婪算法选择动作并执行；状态转

移，并从环境获取奖赏；第二步：将奖赏值传递给 Q 值，并进行更新；第三步：将多次训练后的 Q 值存储于 Q

表格中，再从此表格中获取最优的动作，A* = arg  max
A Î A

Q (SA)，其中 A 为动作集。重复上述过程，直到 Q 值收敛，

进而获取一个最优的策略。当 Agent 学习完成后，就将 ε -贪婪算法中的 ε值设置为零。

图 3 给出了 Agent 基于改进 Q-学习算法选择动作的过程。由于 Agent 在学习过程中，可能会遭遇负奖赏，使

Agent 不会复位到最初位置，主要原因是最初 Agent 学习环境的经验不足，为一个训练周期(episode)积累的知识不

充裕，减少了探索步数，延缓了学习进度。因此通过改进算法，弥补初期经验缺乏的不足，提升 Q 值收敛速度，

缩短训练周期。

2.2.2 基于改进后 Q-学习算法的定价

令 Q*(ζ (ei(t ) |Ei(t ) ri(t ) ) ) 表示最优的 Q 值，表示在状态 Ei(t ) 时，采用动作 ri(t ) 时获取最优的利润。通过满足

贝尔曼方程(Bellman Equation，BE)[12]，计算 Q*(ζ (ei(t ) |Ei(t ) ri(t ) ) ) 值：

Q*(ζ (ei(t ) |Ei(t ) ri(t ) ) ) = ζ [ei(t ) |Ei(t ) ri(t ) ] + γmax Q{ζ [ei(t + 1) |Ei(t + 1) ri(t + 1) ]} (12)

图 4 为 RLODP 算法的流程：

第 一 步 ： 初 始 化 ， 获 取 消 费 者 对 用 电 的 需 求 E1(t ) E2(t ) En(t )、 参 数 α iβiEmaxEmin、 批 量 价 格

p (1) p (2) p (T )、弹性系数 ξ t、权重因子 ρ。

第二步：将 Q 值进行初始化 Q (ζ (ei(t ) |Ei(t ) ri(t ) ) ) ¬ 0；赋时隙值 t ¬ 1；赋迭代次数 k ¬ 1；

第三步：开始每次迭代，先观察在时隙 t 所需的用电 Ei(t )，然后通过 ε-greedy 机制 [13]计算零售价格 ri(t )，再

计算奖励，并估算 Q 值。

Y

Y N

N

start

initialize

episode=episode+1

Goals are achieved

by the training?

saving Q-value

end

obtain reward and state

the reward is applied to 

Q function

Agent moves to next state

state and action of 

Agent are initialized

step=step+1

actions are done by ε-greedy policy

State value has reached

the target state?

Fig.3 Action is controlled by improved Q-learning of Agent
图 3  学习体利用改进后的 Q-学习算法控制动作流程图 
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第四步：判断是否满足 t ≥ T，如果满足，继续判断是否达到最优 Q 值，如果没有达到最优 Q 值，继续迭代，

否则，得到最优的定价政策；若不满足 t ≥ T，则增加时隙值，即 t = t + 1，继续迭代。

3　性能分析

3.1 实验参数

实验参数设置：3 个用户 (n = 3)；观察时隙 T = 24，即一天的时间，每个时隙的时长为 1 h。3 个用户的参数

设置如下：α1 = 0.8，α2 = 0.5，α2 = 0.3；β1 = β2 = β3 = 0.8。弹性系数 ξ t 在-0.3~-0.7 变化，其对应了一天的时隙，如

表 1 所示。

3.2 用电量及零售价格性能

图 5 为 RLODP 算法 3 个用户零售价格和批量价格的设置情况。图 5 给出 24 个时隙内的用电情况、批量价格以

及零售价格。

从图 5 可知，零售价格的趋势与批量价格类似，反映了 LSE 采购电能的成本。从 t = 6 增至 t = 12 时，消费者

的零售价格让消费者获取更多的利益。但在 t = 13 时，消费者的零售价格突然下降。原因在于：ξ t 从-0.3 变化至

-0.5，到达了近高峰时段。因此，零售价格的连续增加，加大了电能下降的量。

此外，观察图 5 不难发现，相比于用户 1 和用户 2，用户 3 的平均零售价得到提升。原因在于：用户 3 具有更

Fig.4 The flow of RLODP algorithm
图 4  RLODP 算法的流程

表 1 不同时间段的弹性系数

Table1 Elasticity coefficients at different time periods

ξt

off-peak

(morning:1am—12am)

-0.3

mid-peak

(13pm—16pm, 22pm—24pm)

-0.5

on-peak

(17pm—21pm)

-0.7
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低的 α3 值，减少了对能量所需的量，增加了平均零售价格。

图 6 为 3 个用户在一天之内所消耗的总体电量和其所请求的电量。从图 6 可知，用户 1、用户 2 和用户 3 的请

求电量与实用电量的差值分别为 39.95 kW·h、52.79 kW·h 和 60.40 kW·h，即利用 RLODP 算法驱使用户减少了用

电量。相比于用户 2 和用户 3，用户 1 请求的电量与实用电量的差值更小。原因在于：用户的 α1 值最大。α1 值越

大，意味着用户所希望减少的用电量欲望越小。通过控制用户的用电量，平衡了电量供应与电量需求间的平衡，

有效地管控了电网负荷，增加了电网系统的可靠性。

4　结论

针对电网价格优化问题，提出基于增强学习的动态价格优化 RLODP 算法。RLODP 算法将定价问题进行 MDP

处理。依据消费者的需求以及 LSE 的利润，建立目标函数，并利用 Q-学习算法获取最优的电费价格。实验数据

Fig.6 Energy demand and consumption of three users
图 6  三个用户请求的电量及实用的电量

Fig.5 Energy consumption of three users at each time slot
图 5  三个用户的用电情况
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表明，提出的 RLODP 算法能够驱使消费者调整用电，实现对电网负荷的管控。
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