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摘要  近年来，深度学习技术广泛应用于计算光学三维成像的研究中。在条纹投影轮廓术中，通过训练深度学习网络，

可从单幅条纹图像中恢复高精度的相位信息。然而，为了训练神经网络模型，通常需要耗费大量的时间成本和人力成本

来采集训练数据集。为了解决该问题：首先，建立数字孪生条纹投影系统，并利用域随机化技术对虚拟照明光栅进行增

强，使用计算机进行虚拟扫描，生成大量仿真光栅条纹图像；其次，利用仿真光栅图像对 U-Net 神经网络进行预训练；最

后，引入迁移学习，采用少量真实光栅条纹图像对神经网络进行参数微调。由于 U-Net 的结构特殊性，提出并分析了“从

左至右”“从上至下”“全局微调”等 3 种 U-Net 神经网络微调策略。实验结果表明，采用“从上至下”策略微调 U-Net“瓶

颈”网络模块的方法可获得最佳的迁移学习结果，神经网络的相位预测精度可得到显著提升。相比于使用大量真实数据

进行训练，所述方法仅利用 20% 的数据就可训练神经网络获得高精度的相位重建结果。

关键词  计算成像；条纹投影；深度学习；迁移学习；条纹分析

中图分类号  TP391   文献标志码  A DOI： 10.3788/LOP232430

Structured Illumination Fringe-Pattern Analysis Based on 
Digital Twin and Transfer Learning (Invited)

Jin Ziheng1,2,3, Xu Ke1,2,3, Zhang Ningyuan1,2,3, Deng Xiao1,2,3, Zuo Chao1,2,3, 
Chen Qian1,3, Feng Shijie1,2,3*

1Smart Computational Imaging Laboratory, School of Electronic and Optical Engineering, Nanjing 
University of Science and Technology, Nanjing 210094, Jiangsu, China; 

2Smart Computational Imaging Research Institute of Nanjing University of Science and Technology, 
Nanjing 210019, Jiangsu, China; 

3Jiangsu Key Laboratory of Spectral Imaging & Intelligent Sense, Nanjing University of Science and Technology, 
Nanjing 210094, Jiangsu, China

Abstract In recent years, deep learning techniques have been widely applied in computational optical three-dimensional 
imaging.  Fringe projection profilometry uses a trained deep neural network to recover high-precision phase information 
from a single fringe image.  However, collecting the training dataset for a neural network expends a considerable amount of 
time and human resources.  To mitigate this problem, we establish a digital twin-fringe projection system that enhances 
virtual fringe patterns using domain randomization techniques.  A U-Net neural network is pretrained using a large number 
of simulated fringe-pattern images generated through virtual scanning.  Next, transfer learning is introduced and the neural 
network parameters are fine-tuned using a small number of real fringe-pattern images.  Targeting fringe analysis 
applications, this study proposes and analyzes three U-Net neural network fine-tuning schemes: “from left to right” “from 
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top to bottom” “global fine-tuning”.  The experimental results demonstrate that fine-tuning the bottleneck network module 
of the U-Net under the “from top to bottom” strategy optimizes the transfer learning results, largely improving the phase 
prediction accuracy of the neural network.  The proposed method achieves high-precision phase reconstruction results after 
training the neural network on only 20% of the real data, thus avoiding the need for a large real dataset.
Key words computational imaging; fringe projection; deep learning; transfer learning; fringe analysis

1　引 言

三维信息获取与处理已广泛应用于工业制造、航

空航天、高端装备等领域［1-3］。随着计算机技术、光学

和光电技术的发展，以光信号为载体的光学三维传感

技术融合了光电子学、图像处理、计算机视觉与现代信

号处理等多学科领域，逐渐发展成为光学计量和信息

光学的最重要的研究领域和研究方向之一。在工业设

计应用中，基于三维数字化模型的逆向设计方法可快

速获得现有成熟产品的准确和完整的数字模型，大大

缩短产品或模具的研发周期。在虚拟现实领域，大量

景物的三维彩色模型化数据被用于模拟训练、科学试

验、3D 动画的建构中。在医学整形领域，三维数字化

技术广泛用于面部软组织形态修复、外科检测，以及假

牙假肢的量身定做。文物保护领域中，三维彩色数字

化技术能以无损测量的方式获得文物的三维信息和纹

理信息，便于长期保存与再现文物的重要信息。

立体视觉是一种模拟人类视觉原理的被动光学

三维传感方法［4］。系统用两个或多个相机从不同角度

获取同一场景的多幅图像，通过对同一物点在各幅图

像上进行检测和匹配，根据立体视差进行测距，得到

物体的深度信息。立体视觉测量系统硬件结构简单，

易于实现。然而在实际应用中由于遮挡或阴影的影

响，景物中的某些点有可能只出现在一幅图中，且视

觉信息不足容易导致误匹配。另外，当处理无明显表

面特征的物体时，难以从两个或者多个视角中找到相

同的对应点，因而无法进行准确的三维重建。

条纹投影轮廓术是一种主动三维形貌测量方法，

其通过将传统立体视觉中的摄像机替换为光源发生

器（如投影仪）来实现［5-6］。测量过程中，光源以特定

规则和模式投影编码的图案到被测物体上，从而实

现主动式三维测量。这些编码图案会受到物体表面

形状的调制而产生形变，然后由另外一台相机从不

同角度捕捉到这些带有形变的结构光。通过分析相

机、光源之间的位置关系，以及结构光的形变程度，

可以精确测量出物体的三维坐标。与传统立体视觉

方法相比，条纹投影轮廓术的最大优点在于求解物

体的相位时进行点对点的运算，即每个点的相位值

不受其相邻点光强值的影响。这有助于避免由于物

体表面反射率不均匀或观察角度偏差引起的误差，

从而使测量精度达到微米级别。随着数字技术的不

断发展，现代结构光条纹投影方法主要采用数字光

栅投影技术，这一技术利用数字设备代替传统机械

装置生成投影面上的结构光光栅，使编码过程更加

灵活和准确。

条纹投影轮廓术因其非接触、高精度、全场测量、

点云重建效率高等优点，已成为目前广泛使用的一种

三维传感方法［7-8］。根据结构光条纹图像的使用数量，

条纹投影轮廓术中的条纹分析方法通常可分为单帧法

和多帧法。相移法是使用最为广泛的一种多帧相位解

调方法［9］。通过相机拍摄具有相对空间相位移动的一

系列正弦光栅图像，可准确恢复测量对象的相位信息。

该类方法的优势是测量精度高，但不足在于测量效率

较低，不适用于运动场景的测量［10］。对于单帧法而言，

代表性的基于傅里叶变换的条纹分析方法仅需要一幅

光栅图像即可实现相位解调，因此适合动态场景的测

量［11-12］。但由于空域滤波的影响，场景中的高频细节

信息难以得到高精度还原。

近年来，深度学习技术已广泛应用于全息成像、无

透镜成像、散射介质成像、显微成像等多个计算光学成

像领域［13-16］。在光学计量领域，Feng 等［17-19］证明了通

过训练卷积神经网络，可实现基于单帧条纹图像的相

位解调。相比于传统基于傅里叶变换的单帧相位解调

方法，深度学习技术的应用能够有效提升复杂物体的

相位测量精度。Yin 等［20］通过引入具有相位解调频域

先验知识的 LeFTP 模块，建立了基于物理先验的条纹

图像分析模型，提高了神经网络处理罕见样本的能力。

相位展开方面，Guo 等［21］利用深度神经网络构建了一

个面向时间相位展开的统一框架，将传统孤立的多频

法、多波长法与数论法融合到一个基于人工神经网络

的统一分析框架，有效克服了相位噪声的影响，提升了

相位展开的鲁棒性。三维重建方面，Li 等［22］提出一种

基于深度学习的单帧双频复合条纹投影轮廓术，经过

大量数据集的学习，通过适当训练的神经网络即可直

接从一幅双频复合条纹图像中恢复出绝对相位，从而

实现高精度的单帧三维测量。

对于上述基于深度学习的结构光三维成像方法而

言，为保证深度神经网络的优异表现，需要从真实场景

中采集大量的数据集。然而，大量数据集的采集需要

耗费大量的人力、物力和时间成本。为此，Zheng 等［23］

构建了数字孪生条纹投影系统，并使用计算机渲染工

具 Blender进行虚拟扫描，利用生成的虚拟数据集训练

深度神经网络，节省了时间成本和劳动力。 Wang
等［24］利用 Blender构建了一个虚拟条纹投影系统，为了

提高输出深度图像的准确性，还提出了一种结合

SSIM 索引和拉普拉斯算子的损失函数。此外，Zhu
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等［25］也提出了基于 Blender 模拟的光场结构光照明数

据生成方法，并公开了利用该方法生成的数据集。该

数据集包含光场结构光图像、标准深度信息和视差信

息。尽管利用计算机生成的虚拟数据集可避免采集真

实数据带来的时间和人力成本，但虚拟仿真数据与真

实数据之间仍存在差异，尤其是当实际的条纹投影系

统存在噪声、环境光、畸变等干扰因素时，神经网络预

测的可靠性将受到影响。

为了解决上述问题，本文提出一种基于数字孪生

与迁移学习的结构光条纹图像分析方法。首先，利用

Blender 对真实条纹投影系统进行模拟，建立相对应的

虚拟数字孪生条纹投影系统。其次，利用该数字孪生

系统开展虚拟扫描，运用域随机化技术随机改变虚拟

照明光栅的属性，生成大量、多样化的仿真光栅训练数

据对 U-Net 神经网络进行预训练。最后，利用真实条

纹投影系统拍摄少量的真实条纹图像数据，对预训练

的 U-Net 神经网络进行微调。值得注意的是，由于 U-

Net 结构的特殊性，对于 U-Net 神经网络的微调并不

能通过简单地冻结浅层和微调深层来实现，实际上存

在多种不同的方法［26］。然而，在现有基于深度学习的

条纹分析研究工作中，尚未有文献讨论如何微调 U-

Net 来实现最佳的条纹图像分析。为此，提出“从左至

右”“从上至下”“全局微调”等 3 种策略。通过实验验

证，发现采用“从上至下”策略微调 U-Net“瓶颈”网络

模块时可获得最佳的迁移学习结果。同时，得益于迁

移学习，神经网络在处理复杂表面时的预测可靠性有

了显著提升。相比于使用大量真实数据，所提方法可

将真实数据集的使用减少 80%，即仅利用 20% 的真实

数据就能实现高精度的单帧光栅图像相位解调。所提

方法有助于降低深度神经网络对于大量真实条纹数据

集的依赖，并且对全息成像、显微成像等其他光学成像

研究领域也有借鉴意义。

2　基本原理

2. 1　条纹投影三维成像模型

条纹投影轮廓术的原理如图 1 所示。光源向被测

物体投影正弦结构光图像，编码图案受到物体表面形

状的调制而产生形变，而带有形变的光栅条纹被另外

位置的相机拍摄，通过相机投影光源之间的位置关系

和结构光形变的程度可以确定出物体的三维形貌。对

于相机而言，空间点 ( xw，yw，zw )投影至相机像素 (u，v)
的成像过程可以描述为
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式中：s为缩放因子；P = K [R T ]，为投影矩阵，K为

相机的内参矩阵，[R T ]为系统的外参矩阵，R和 T分

别代表旋转矩阵和平移矩阵。内参矩阵 K和外参矩阵

[R T ]可进一步表示为
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式中：K 包含 fu、fv、α、μ0、v0 等 5 个参数，fu、fv 为相机沿

着 u和 v方向的焦距，α为相机坐标轴之间的倾斜系

数，(u0，v0)表示光学中心在成像平面的坐标。

对于投影仪而言，可将其当作“反相机”来处理［27］，

因此也可以使用式（1）来表示该空间点与相应照明像

素 (up，vp)之间的投影关系：
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式中：上标 p 表示与投影仪相关的参数矩阵。利用三

角法，联立式（1）和式（4），可以计算出点 ( xw，yw，zw )的
空间坐标：
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2. 2　数字孪生条纹投影系统的构建

利用相机的标定算法［28］，可获得相机和投影仪的

内外参数。利用这些参数，可在计算机虚拟环境中建

立与真实系统一一对应的数字孪生系统。以开源三维

图 1　条纹投影系统示意图

Fig.  1　Diagram of fringe projection profilometry
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图形图像软件 Blender为例，阐述数字孪生条纹投影系

统的构建过程。首先，在对真实系统标定后，可获得相

机的感光芯片尺寸、靶面尺寸与焦距等参数，这些参数

可直接输入 Blender中。

对于外参，它提供了相机坐标系与世界坐标系的

变换关系。将 (0，0，0)坐标点设置为坐标系的原点，利

用标定关系，可以得到：

( x c，y c，z c)= -R-1
c T， （6）

式中：( x c，y c，z c)为相机投影中心在世界坐标系下的坐

标。同样地，可以用该方法得到投影仪的投影中心在

世界坐标系下的坐标。接下来，利用旋转矩阵 R来计

算法线方向与世界坐标系 x、y、z轴的夹角。由于旋转

矩阵 R可以看作是围绕 3 个轴的矩阵变换乘积，因此，

旋转矩阵 R可以拆解为

R = R z(ϕ) R y(θ) R x (ψ)=
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因此，可以获得对应方向的夹角：

ψ= arctan ( r32，r33)， （8）

θ= arctan ( - r31， r 2
32 + r 2

33 )， （9）

ϕ= arctan ( r21，r11)。 （10）
随后，将计算得到的夹角导入 Blender实现数字孪

生相机的构建。关于虚拟投影仪的构建，在 Blender中
使用了聚光灯进行投影仪的构建。对于外部参数而

言，可按照与相机类似的方法进行参数的设置，即基于

式（6）将参数分解并直接输入 Blender中。虚拟相机与

投影仪设置完成后，即完成了数字孪生条纹投影系统

的配置。

2. 3　基于数字孪生系统生成训练数据集

选 用 Thingi10K 模 型 数 据 集［29］。 这 个 库 包 含

10000 个不同形貌的三维模型。在生成数据集时，用

仿真投影仪向虚拟待测物体投影光栅条纹，然后记录

下这些光栅条纹。这些条纹将作为输入数据训练神经

网络。训练时，神经网络输入相位的正弦项和余弦项

（即反正弦函数的分子项和分母项）［17］。为计算虚拟光

栅图像对应的训练标签，采用 12 步相移法计算正弦项

和余弦项的标准值。

由于构建的数字孪生系统难以完全复制真实环境

中的系统，为了增加网络的推理能力，采用域随机化技

术［30-31］，对仿真训练数据集的建立进行增强。具体而

言，利用N步相移光栅图像对虚拟物体进行照明，条纹

图像的光强分布可以表示为

In (u，v)= A (u，v)+ B (u，v) cos [2πfu+ 2πn N ]+ δ，

（11）
式中：n为相位索引；A为背景光强；B为条纹的对比

度；f为条纹的空间频率；δ为噪声（通常假设服从高斯

分布）。通过改变背景光强 A、条纹的对比度 B、条纹

的空间频率 f和噪声 δ，可生成不同种类的照明光栅图

像。此外，在虚拟相机拍摄光栅图像时，还可以改变其

视场角（FOV）的大小（即调整相机的焦距），进而生成

更为丰富的条纹图像。具体而言，这些参数的调整范

围如表 1 所示。基于初始值，在一定范围内对这些参

数随机取值，生成对应的光栅图像，然后投影至虚拟物

体。通过虚拟相机进行图像的采集，生成仿真训练集

的光栅图像数据。

2. 4　深度神经网络结构

为实现结构光条纹图像的分析，构建了基于 U-

Net 的网络架构［32］。U-Net 是一种具有编码器-解码器

架构的全卷积网络，广泛用于图像分割等各种图像处

理任务。基于 U-Net 的条纹图像分析原理如图 2 所

示。输入图像为一幅结构光条纹图像，利用有监督的

训练方式，训练 U-Net 从该条纹图像中解调相位的正

弦项M (u，v)和余弦项D (u，v)：

Φ (u，v)= arctan M ( )u，v
D ( )u，v

=

arctan cB ( )u，v sinΦ ( )u，v
cB ( )u，v cosΦ ( )u，v

。 （12）

在神经网络预测得到 M (u，v) 和 D (u，v) 之后，

利用式（12）所示的反正切函数，即可计算得到包裹相

位 Φ (u，v)。在 U-Net 的编码器中，输入的条纹图像

首先经过第一个卷积块 Block 1（在图中 Block 缩写为

B，Block 1 即对应 B1），经过池化处理之后，沿 x和 y
方向提取的特征分辨率减小 1/2。然后，这些特征分

别经过 Block 2 到 Block 5 的处理，以获得更多不同尺

寸规模的图像特征。接下来，与编码器相反，U-Net
解码器子网络执行上采样操作以恢复输入图像的原

始大小。对于解码器的每一个 Block，都有一个跳跃

连接使卷积层的输出与来自相同级别编码器的特征

图连接起来。这种跳跃连接的结构有助于同时提取

条纹图像中的低级和高级信息，并缓解深度卷积网络

的梯度消失问题，提升相位预测的准确性。U-Net 的
最后一层是由线性激活函数激活的卷积层。输出数

据包含两个通道，分别对应正弦项M (u，v)和余弦项

表 1　利用域随机化技术生成不同的虚拟照明光栅

Table 1　Generating different virtual fringe patterns using domain randomization
Index

Initial value
Random range

Background intensity
A0

±10%

Contrast
B0

±10%

Frequency
f0

±10%

Noise
δ0

0‒2. 4629

FOV
F0

±2%
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D (u，v)。为了训练 U-Net，构建了以下的损失函数：

L (θ)= 1
H×W ∑

h= 1

H

∑
w= 1

W

( )yh，w - ŷh，w
2
， （13）

式中：θ表示 U-Net 模型的参数，这些参数可在神经

网络的训练过程中获得；H和W分别表示以像素为

单位的图像高度和宽度；y是 U-Net 的预测结果，它

由 正 弦 项 M (u，v) 和 余 弦 项 D (u，v) 组 成 ；ŷ 是

M (u，v)和 D (u，v)的标准真值，可由 12 步相移法计

算得到。

2. 5　微调与迁移

由于仿真数据无法完全表达真实数据的分布特

征，在利用仿真数据对神经网络进行预训练之后，进一

步利用迁移学习的方法对该神经网络进行微调。研究

对象是 U-Net，其是在自动编码器结构之上发展而来

的。相比于自动编码器，U-Net 的主要特征体现在跳

跃连接操作，通过将编码器的浅层特征与解码器的深

层特征相结合，跳跃连接能够捕捉到图像的多尺度信

息。这有助于模型更好地识别和区分不同大小和复杂

度的物体。

由于跳跃连接的存在，在 U-Net 结构中，“浅层”

和“深层”的概念不像在典型的前馈式自动编码器网

络中那么简单。根据 U-Net 的结构特征，可以从两个

方面来理解它的“浅层”和“深层”。1）“从左到右”的

策略。可将 U-Net 视为具有跳跃连接的自动编码器。

从这个角度出发，可以沿用传统顺序神经网络的“浅

层”和“深层”概念，即第 1 层（在编码器的开头）是最

浅的，而最后一层（在解码器的输出处）是最深的。

在第 1 种策略中，可以设计 6 种微调的方式：微调前

4 个 Block 块和 Block 5 的前一半；微调 Block 5 的后一

半和最后 4 个 Block；只微调 Block 1；只微调 Block 9；

微调 Block 1 和 Block 2；微调 Block 3 和 Block 4，如

图 3 所示。

2）“从上到下”的策略。由于跳跃连接的存在，也

可以认为 U-Net 的“U”形结构的顶部是最浅的部分，

而底部（瓶颈位置）是最深的部分。从这个角度来看，

通过神经网络层的路径越短，它就越“浅”，反之越

“深”。此时，Block 1 和 Block 9 都是最浅的，而 Block 5
是最深的。根据第 2 种策略，也可以采取 6 种方式进行

微调：微调 Block 1 和 Block 9；微调 Block 2 至 Block 8；
微调 Block 1、Block 2、Block 8、Block 9；微调 Block 3 至

Block 7；微调除最深的 Block 5 之外的所有网络；只微

调 Block 5，如图 3 所示。

此外，“全局微调”也可用于 U-Net的迁移学习，如

图 3 所示。第 3 种策略中，对 U-Net的所有神经网络层

参数进行微调。分析不同微调方法的相位误差，当误

差最小时，即确定其为针对 U-Net 的最佳微调方式。

值得注意的是，对预训练的 U-Net进行微调时，不同的

真实数据集规模也将对迁移学习的效果造成影响，因

此需要在相同数据集规模的条件下，比较不同微调策

略的效果。

3　实 验

为了验证所提方法的有效性，首先构建了一套真

实 的 条 纹 投 影 系 统 ，包 括 一 个 DLP 投 影 仪（型 号

LightCrafter 4500）和 一 台 工 业 相 机（型 号 Basler 
acA640-750um）。相机镜头焦距为 12 mm，系统工作

距离为 1 m。其次，对该系统进行标定，确定相机和投

影仪的内外参数。利用相关标定参数，在 Blender中构

建一套与该真实系统具有相同内外参数的数字孪生

系统。

图 2　基于 U-Net的单帧条纹图像分析原理图

Fig.  2　Diagram of single frame fringe image analysis using U-Net
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3. 1　仿真数据生成与域随机化处理

从 Thingi10K 的模型中随机挑选 100 个几何形貌

较为复杂的三维模型作为数字孪生条纹投影系统的测

量模型［29］。对于每一个模型，使用数字孪生条纹投影系

统对其进行虚拟扫描。为了高效利用每一个三维模

型，对每一个模型进行角度的旋转，并在每个角度下分

别对该物体进行扫描。旋转时 z轴和 y轴都以 40°旋转

为一个间隔进行采样。在每个采样角度下，数字孪生

条纹投影系统投影并通过 12 步相移法采集光栅，总计

生成 16200 幅光栅图像，其中，渲染生成的图片像素分

辨率与真实系统使用的相机分辨率保持一致。随后，

使用 12 步相移法计算这些光栅图像对应的训练标

准值。

为了进一步缩小仿真数据和真实系统拍摄图像的

差异，利用域随机化技术对照明光栅进行增强。实验

中以背景光强、对比度、条纹频率、噪声和视场角等参

数的初始值为基础，在一定取值范围内随机生成新的

照明光栅，如表 2 所示。对于视场角的改变，通过修改

相机的焦距来完成。实验中，经过域随机化处理后，额

外生成了随机化的新投影光栅图片，并生成 16200 幅

光栅图像。然后将这些光栅图再次投影至不同的被测

物体，生成相应的光栅测量图像并利用相移法计算训

练标准值。图 4 的第 1 行与第 2 行分别为参数取初始

值时的光栅图像与域随机化处理后对应的光栅图像。

不难看出，调整照明光栅的参数后，光栅图像的多样性

得到了有效增强。

3. 2　神经网络的预训练与测试

在实验中，将构建的 U-Net 部署在 GeForce RTX 
4090 显卡上，并基于 TensorFlow 框架对神经网络进行

训练。预训练过程中，对所有数字孪生系统生成的数

据集进行随机划分，分别将 80% 的数据和 20% 的数据

作 为 训 练 集 和 验 证 集 。 使 用 Adam 优 化 器 ，将

minibatch 设置为 2，训练 200 轮。初始学习率设置为

1×10−3，并进行迭代优化，即当损失函数在一定时间

内无法再下降的时候，降低学习率。训练时的损失函

数如式（13）所示。为了测试预训练网络的性能，利用

其测量了两个未见场景的相位与三维形貌。结果如

图 5 所示，对于复杂区域的轮廓，相位误差较为明显。

同时，对于重建的三维模型，被测物体的头发、面部等

细节轮廓存在较大测量误差。实验结果表明，完全依

赖仿真数据训练的模型在处理真实场景下的复杂物体

时测量误差仍然较大。

3. 3　迁移与微调

为提升预训练神经网络的性能，利用迁移学习技

术，对其进行了微调。首先，使用不同规模的真实数据

集对 U-Net进行训练。并将该训练结果作为迁移学习

图 3　针对条纹分析 U-Net神经网络的微调策略分析

Fig.  3　Fine-tuning strategy analysis for U-Net neural network in fringe pattern analysis

表 2　Blender中利用域随机化技术对照明光栅进行增强

Table 2　Enhancing fringe pattern using domain randomization 
in Blender

Index

Initial value
Random range

Background 
intensity

110
±10

Contrast

100
±10

Frequency

48
±5

Noise

0
2. 4629

FOV

12
±2
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效果比对的参考基准。在 100 个随机选择的不同真实

场景下，对训练的网络进行测试，获得的平均相位误差

如图 6 所示。可以看出，当真实光栅图像数量为 100
时，神经网络的相位误差较大，达到了 0. 133 rad。当

参与训练的真实数据不断增加时，神经网络的表现逐

步提升。当真实数据集规模达到 800 时，相位误差已

下降至 0. 097 rad。
接下来，利用第 2. 5 节所述迁移学习方法对预训

练的 U-Net 进行微调。实验结果如图 7 和表 3 所示。

首先，测试了“从左到右”策略，发现微调浅层（收缩）部

分并冻结深层（扩张）部分的网络相较于冻结浅层而微

调深层部分可以获得更好结果。尽管实际上浅层部分

的参数要比深层部分的参数要少得多（小于一半），但

仍然获得了更小的相位误差。尤其是在真实数据集规

图 6　利用不同规模的真实数据训练 U-Net后，测试得到的

平均相位误差

Fig.  6　The average phase error of U-Net trained by real data of 
different scales

图 4　初始光栅与域随机化后的光栅图像

Fig.  4　The initial fringe pattern and the fringe pattern after domain randomization

图 5　利用仿真训练网络在真实场景下的测试效果。（a）（b）输入的真实条纹图；（c）（d）计算得到的相位误差分布；

（e）（f）三维重建结果

Fig.  5　The effect of simulated dataset trained network under real-world scenarios.  (a) (b) The input real fringe pattern images; 
(c) (d) the phase error maps; (e) (f) the results of 3D reconstruction
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模较小的时候，两者的差异会更加明显。接下来，通过

对 比 微 调 Block 1 和 Block 2，以 及 微 调 Block 3 和

Block 4，发现微调 Block 1 和 Block 2 可获得更好的结

果，但其误差仍高于收缩部分神经网络时的。然后，测

试了微调 Block 1 和 Block 9 的实验效果。实验结果表

明，在第 1 种策略下，微调最浅和最深的神经网络模块

都难以获得高精度的相位预测结果。

随后，测试了第 2 种“从上到下”的策略。与第 1 种

策略不同，此时“瓶颈”位置的 Block 5 被认为是最深的

神经网络模块，而 Block 1 和 Block 9 均为最浅的神经

网络模块。首先对比了仅微调 Block 5 和微调 Block 5
以外的模块这两种方法的效果，结果表明，仅微调

Block 5 会获得较大测量误差，而微调 Block 5 以外的

模块可获得更好的相位测量精度。此外，当真实数据

集规模增大时，相位预测结果会更加准确。接下来，对

“深层”模块进行微调。测试了微调 Block 1、Block 2、

Block 8、Block 9 和微调 Block 3 到 Block 7 两种方案，

结果表明，微调 Block 3 到 Block 7 能取得更好的结果。

其次，继续让更多的深层模型保持冻结，仅微调浅层部

分，相比于微调 Block 1 和 Block 9，微调 Block 2 到

Block 8 可带来更高的相位预测精度。

接下来，对于第 3 种全局微调方案，发现训练的神

经网络可以获得较好的神经网络预测结果，但综合 3种

迁移学习策略来看，发现微调 Block 5 以外的模块可以

带来最佳的相位预测精度（相位误差为 0. 0847 rad），并

且此时需要重新训练的参数只有总参数的 54. 39%，即

可以实现高精度与高效率的神经网络微调。

最终，将微调 Block 5 以外的模块确定为后续实

验中预训练网络的迁移学习方法，并进一步验证了

不同规模真实数据集下微调预训练网络的效果。相

位误差分布如图 8 所示，其中，横坐标为使用的数据

集规模，纵坐标为相位测量误差。从该图可以看出，

图 7　不同迁移学习策略下微调 U-Net不同部分对应的相位误差，其中，左图为策略 1 相关微调方法相位误差，右图为策略 2 和

策略 3 相关微调方法相位误差

Fig. 7　The phase errors corresponding to fine-tuning different parts of the U-Net under different transfer learning schemes, the left 
image shows the phase errors for fine-tuning methods related to scheme one, the right image displays the phase errors for fine-

tuning methods related to scheme two and three

表 3　在不同迁移策略下利用不同规模真实训练集的迁移学习相位误差对比

Table 3　Comparison of transfer learning phase error using real datasets of different scales under different transfer schemes

Scheme

Contracting part
Expanding part

Block 1
Block 9

Block 1-2
Block 3-4

All except Block 5
Block 5

Block 1-2， 8-9
Block 3-7
Block 1， 9
Block 2-8
All parts

Parameters trained

9. 19×105

2. 11×106

3. 82×103

1. 44×104

2. 55×104

4. 32×105

1. 65×106

1. 38×106

9. 60×104

2. 94×106

1. 82×104

3. 01×106

3. 03×106

Proportion of total 
parameters /%

30. 31
69. 69

0. 13
0. 48
0. 84

14. 26
54. 39
45. 61

3. 17
96. 83

0. 60
99. 40

100. 00

Phase mean absolute error of different dataset scales
10%

0. 1181
0. 1278
0. 1418
0. 1353
0. 1209
0. 1880
0. 1032
0. 1838
0. 1142
0. 1436
0. 1253
0. 1209
0. 1112

50%
0. 1074
0. 1158
0. 1322
0. 1278
0. 1115
0. 1736
0. 0906
0. 1838
0. 1025
0. 1229
0. 1163
0. 1041
0. 0993

100%
0. 1029
0. 1088
0. 1305
0. 1247
0. 1086
0. 1661
0. 0847
0. 1838
0. 0995
0. 1152
0. 1124
0. 0966
0. 0909
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微调神经网络时，随着真实数据集规模不断增大，训

练模型的相位预测精度也不断升高。值得注意的

是，当仅采用 20% 的真实数据（160 幅左右的光栅图

像）时，此时的相位误差为 0. 0972 rad。该测量精度

达到了与 800 幅真实数据训练网络相当的精度。实

验结果表明，尽管真实的训练数据减少了 80%，但借

助数字孪生系统和迁移学习方法，深度神经网络依

然可以进行高精度的相位测量。此外，还发现在迁

移学习的过程中当真实数据规模继续增加时，神经

网络表现会继续提升，直至超过大量真实数据训练

的神经网络。

图 9 为利用 20% 的真实数据进行迁移学习的 U-

Net 神经网络相位预测结果，分别测试了石膏模型、塑

料物体，以及金属工件，测量结果分别如图 9（a）~（d）、

图 9（e）~（f），以及图 9（g）~（h）所示。实验结果表明，

图 9　相位误差与三维重建结果对比

Fig.  9　Comparison of phase error and 3D reconstruction results

图 8　在不同规模真实数据集下，预训练 U-Net 与随机初始化

U-Net的相位误差对比

Fig.  8　Comparison of phase errors between pre-trained U-Net 
and randomly initialized U-Net on real datasets of 

different scales
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对于不同反射特性的塑料表面和金属表面，利用所提

方法都可以实现高精度的相位测量和三维重建。需要

注意的是，实验中预训练生成的条纹图像与拍摄的真

实数据均为不饱和的光栅图像，即不存在高反光情况。

所以，如果测试表面的反射率过高，比如存在高光时，

所提方法将难以处理这种表面。在后续的研究中，会

进一步探索利用迁移学习处理高反光物体的方法。

关于畸变对于迁移学习的影响，在基于 Blender的
数字孪生条纹投影系统建模中，所提方法并未考虑投

影成像畸变。但在上述实验中，构建的真实条纹投影

三维成像系统其实存在畸变。利用张正友标定法，在

对系统进行标定后，得到了相机的畸变参数。其中，

k1 ~k3 为径向畸变，p1 ~p2 为切向畸变。由于投影仪可

被当成一个“反相机”处理，因此利用相同的标定方法，

可得到投影仪的畸变参数，如表 4 所示。需要指出的

是，对于拍摄的真实光栅图像，并没有进行图像畸变矫

正的处理。从图 9 可以看出，当使用 Blender 生成的无

畸变数据集训练神经网络时，由于神经网络没有见过

带有畸变的图像数据，因此该模型在处理真实场景时，

测量误差较大。但当使用了迁移学习方法后，神经网

络对于图像畸变有了较好的适应，神经网络的相位预

测精度有了明显提升。

4　结 论

提出一种基于数字孪生结构光照明系统与迁移学

习的条纹图像分析方法。首先，利用 Blender对真实条

纹投影系统进行模拟，建立相对应的虚拟数字孪生条

纹投影系统。其次，利用该数字孪生系统开展虚拟扫

描，运用域随机化技术随机改变虚拟照明光栅的属性，

生成大量、不同分布的仿真光栅训练数据对 U-Net 神
经网络进行预训练。最后，利用真实条纹投影系统拍

摄少量的真实条纹图像数据，对预训练的 U-Net 神经

网络进行微调。在对 U-Net神经网络进行微调时分析

和对比了“从左至右”“从上至下”“全局微调”等 3 种策

略，发现对于条纹分析的任务而言，微调除“瓶颈”（最

底层）网络模块外的所有其他模块可带来最佳的相位

预测精度。同时，这几种微调方法具有一定的普适性。

针对与 U-Net 结构相似的网络，可采取上述的这些微

调策略进行尝试，通过实验结果进一步确定最佳的微

调策略。针对与 U-Net 结构不同的顺序连接神经网

络，可采用“从左至右”的策略，通过比较冻结深层或者

浅层的实验结果找到最佳的微调方式。实验结果表

明，相比于使用大量真实数据训练得到的神经网络，所

提方法仅使用 20% 的真实数据就能达到相当的相位

解调精度，其对使用少量真实数据获得高精度相位解

调研究具有重要意义。
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