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融合张量合成注意力的改进ResNet图像分类模型
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摘要  针对卷积神经网络处理图像分类任务时提取特征不充分以及提取到的特征不区分贡献度的问题，提出了一种融

合张量合成注意力的改进 ResNet-101 （RTSA Net-101）网络模型。首先，利用 ResNet-101 骨干网络提取图像特征，并在

残差网络卷积结构后嵌入张量合成注意力模块，对获取的特征进行三张量积计算，得到注意力特征矩阵；然后，使用

Softmax 函数对注意力特征矩阵进行归一化，从而为特征分配权重，以区分特征的贡献度；最后，将得到的权重和对应的

键值加权求和，获取最终图像完整特征，以提升模型的图像分类精度。在自然图像数据集 CIFAR-10、CIFAR-100 和街牌

号数据集 SVHN 上进行了对比实验，模型分类准确率分别为 96. 12%、81. 60%、96. 67%，图像平均测试运行时间分别为

0. 0258 s、0. 0260 s、0. 0262 s。实验结果表明：相比于其他 7 种先进图像分类模型，RTSA Net-101 模型可以获得更高的分

类准确率和更短的测试运行时间，且能够有效地增强网络的特征学习能力，具有一定的创新性、高效性。
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Abstract An improved ResNet-101 network model that fuses tensor synthesis attention (RTSA Net-101) is proposed to solve 
insufficient feature extraction and the indiscriminate contribution of the extracted features when processing image classification 
tasks using a convolutional neural network.  First, the image features are extracted using a Resnet-101 backbone network and 
the tensor synthesis attention module is embedded after the convolution structure of the residual network.  The features are 
calculated using a three-tensor product to obtain the attention feature matrix.  Next, the Softmax function is used to normalize 
the attention feature matrix to assign weights to features and distinguish the contribution of features.  Finally, the weighted sum 
of the weights and critical values are calculated as the final features in our proposed method to improve the image classification 
performance.  Comparative experiments are conducted on natural image datasets, CIFAR-10 and CIFAR-100, and street brand 
dataset, SVHN.  The classification accuracy values of the models are 96. 12%, 81. 60%, and 96. 67%, respectively, and the 
average test running time of the images are 0. 0258 s, 0. 0260 s, and 0. 0262 s, respectively.  The experimental results show 
that compared with the other seven advanced image classification models, the RTSA Net-101 model can achieve higher 
classification accuracy and shorter test run time, and it can effectively enhance the feature learning ability of the network, 
thereby render the proposed model innovative and efficient.
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1　引　　言

近 年 来 ，卷 积 神 经 网 络（Convolutional neural 

network，CNN）由于其强大的自动提取特征能力逐步

成为图像分类领域的研究热点［1］。然而卷积神经网络

处理图像分类问题时存在提取特征不充分以及提取到

收稿日期：2021-10-29；修回日期：2022-01-01；录用日期：2022-01-17；网络首发日期：2022-01-27
通信作者：*1595775491@qq. com

https://dx.doi.org/10.3788/LOP212836
mailto:E-mail:1595775491@qq.com
mailto:E-mail:1595775491@qq.com


0610008-2

研究论文 第  60 卷  第  6 期/2023 年  3 月/激光与光电子学进展

的特征不区分贡献度的问题，针对该问题 Wang 等［2］提

出了非局部块（Non-local block，NL Block），融合了自

注意力机制与全局信息以获取更充分的特征信息，但

是该网络不能精确地区分特征的贡献度，且计算开销

很大［3］。对此，Hu 等［4］提出了压缩-激励网络（Squeeze-

and-excitation network，SENet），该网络通过“挤压”

“激励”操作建模了通道特征的相关性，在加强有效特

征的同时抑制了无效特征，然而却不能够充分利用全

局上下文信息［4］。针对 SENet 的缺点，Roy 等［5］提出了

空 间 通 道 压 缩 - 激 励 模 块（Concurrent spatial and 
channel squeeze and channel excitation，scSE），该模块

在充分获取全局特征信息的同时，利用注意力机制增

强了更重要的特征，多见于图像分割领域。黄盛等［6］

提出了基于改进深度残差网络的计算断层扫描图像分

类算法［4］，使用该策略可以较好地区分特征的贡献度，

并在达到较高分类准确率的同时显著降低了计算

量。受 SENet启发，Woo 等［2，7］提出了卷积注意力模块

（Convolutional block attention module， CBAM），先后

使用了通道注意力模块和空间注意力模块，可以为图

像提取到更加精确的特征信息。

然而，上述方法中的自注意力机制高度依赖点积

操作，这会导致穷举和冗余计算，引起的额外参数和内

存消耗使训练过程面临巨大的挑战，特别是在处理大

规模数据方面。因此，Tay 等［8-9］提出了一种新的模型

Synthesizer，该模型提出了新的注意力矩阵学习方法，

只通过简单的前馈神经网络便可以得到注意力分数，

省去了 token 之间的点积交互，在自然语言处理任务上

取得了很好的效果。然而与一维自然语言向量不同的

是，视觉特征通常以多维张量的形式呈现，很难直接学

习 Synthesizer 的线性维数对齐，也很难学习用自注意

力机制处理图像特征时，重塑张量特征的尺寸以保持

Q、K、V之间的维数对齐，这可能会破坏张量特征的内

部结构。

针对以上图像分类问题，提出了一种融合张量合

成 注 意 力（Tensor-synthetic attention，TSA）的 改 进

ResNet图像分类模型，主要贡献如下：

1） 提出了一个 TSA 模块。与以往自注意力模块

不同，TSA 模块直接对图像张量特征进行三张量积计

算，使具有精确图像类别信息的特征得到加强的同时

对特征进行权重分配，进而区分特征的贡献度。该模

块可以很容易地适应输入数据的结构，不需要重塑原

始输入，更好地保存了特征映射的底层结构。

2） 改 进 了 ResNet-101 残 差 网 络 模 型 。 在

ResNet-101 残差网络卷积结构后加入了 TSA 模块，

并将改进后的模型命名为 RTSA Net-101（Residual 
Net-101 with tensor-synthetic attention），其解决了原

模型提取的特征分辨性弱的问题，进一步提高了图像

分类精度。

2　相关工作

2. 1　ResNet
何凯明等［10］提出了残差网络 ResNet，其结构如图 1

所示。一般网络训练多以学习输入输出之间的映射关

系为目标，而 ResNet 主要学习输入 x、输出 y之间的残

差关系 f (  x)= y- x，并计算 f ( x)+ x，以获得相应的

输出。原始输入 x通过跳跃连接与输出直接连接，在很

大程度上避免了信息的损失，降低了学习难度［11-12］。

2. 2　自注意力机制

图像分类领域中自注意力机制［13］的基本思想是让

网络能够在众多特征中忽略无关特征并关注到对当前

分类任务更重要的特征［2］。其本质为查询 Q（Query）
到一系列键值对 K-V（Key-Value）的映射，具体做法为

采用 Encoder-Decoder 框架［14］。假设 χ ∈ RH×W× C 为一

个高度为 H、宽度为W、通道数为 C的张量输入，为将

其送入自注意力机制，首先要将 3D 张量 x ∈ RH×W× C

转变为一个 2D 矩阵 X ∈ RHW× C。然后将 X通过映射得

到相应的表示 Q、K、V，映射分别用 Q = ∅ Q (X )，K =
∅ K (X )，V = ∅ V (X )表示［15］，其中，∅ Q、∅ K、∅ V 为可

训练的变换，如果变换为线性映射，则有对应的标识：

Q = XWQ，K = XWK，V = XWV，其中，WQ、WK、WV 为

线性映射［16］。将 Q和每个 K进行相似度计算得到权重

S，再利用 Softmax 函数对权重进行归一化，最后将权

重 S 和相应的键值 V 进行加权求和得到最终的 Y
（Attention）［17］。其基本结构如图 2 所示。

自注意力机制计算公式为

S = Softmax (QK T d )， （1）

Y = Attention (Q，K，V )= SV， （2）
式中：d为键值的维数；当 Q = K = V 时，则称其为自

注意力机制。

2. 3　Synthesizer结构

Tay 等［9］重新思考了 Transformer 中注意力机制

的必要性，并提出了 Synthesizer 结构，如图 3 所示。
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图 1　残差块结构

Fig.  1　Structure of residual block

Synthesizer 去 除 了 自 注 意 力 机 制 中 查 询 键 值 的 概

念 ，直接采用了合成注意力（Synthetic attention）来

代替。

这种方式将输入 X ∈ RL× D 映射到输出 Y ∈ RL× D，

L为指序列长，D为模型的维数。采用 F ( ·)作为一个

参数化函数，用于将输入 X i从 D维投影到 L维以得到

B i ∈ RL× L，B i的计算公式为

B i = F (X i)， （3）
式中：i为 X的第 i个 token，可以解释为通过此方法，每

个 token 为输入序列中其他的 token 预测权重；映射 F
代替了 QK T 的计算，整体可以表示为

F (X )=W 2(δ (W 1 (X )+ b1)+ b2)， （4）
式中：δ为 ReLU 的激活函数，b1、b2 为偏置，W 1 ∈ RD× D

和W 2 ∈ RD× L，因此 B ∈ RL× L。此时，输出 Y为

Y = Softmax (B)G (X )， （5）
式中：G (X )为另一个 X的参数化函数，类似于注意力

机制中的 V。

该方法用合成函数 F ( ·)代替了标准自注意力机制

中的QK T 计算，从而完全消除了QK间的点积操作。

3　融合TSA的改进ResNet图像分类模型

针对图像分类问题，提出了一种融合 TSA 的改进

ResNet 图像分类模型 RTSA Net-101，本节将对该模

型的设计进行细致阐述。

3. 1　RTSA Net-101
当前，卷积神经网络俨然已经成为提取图像特征

的重要手段。但随着模型不断加深，梯度消失问题也

涌现出来［18］。残差网络因其独特的短路连接解决了上

述问题，并在简化学习目标的同时保护了信息的完整

性，被广泛应用于各类图像分类任务。本文提出了

RTSA Net-101 网络模型，模型结构如图 4 所示。模型

将 TSA 模块嵌入到残差网络模型结构中，在避免了信

息在传递过程中丢失与损耗的同时，使模型聚焦分辨

性高的特征，提高了模型的分类性能。

由图 4 可知，RTSA Net-101 网络模型将原始图像

作为输入，首先，对图像进行裁剪、归一化得到预处理

后的图像。这些预处理操作可以使训练集更丰富，从

而让模型更具泛化能力。然后，将图像输入到模型卷

图 4　RTSA Net-101 模型结构概况

Fig.  4　Overview of RTSA Net-101 model structure
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积层提取图像特征［18］，卷积层采用 1 次过滤器大小为

3 × 3 的卷积对特征映射进行降维；在每次卷积后，均

采用 batch normalization［19］来缓解过拟合，并采用 leaky 
ReLU 激活函数充分利用梯度信息，保证模型不断收

敛；再采用最大池化操作减少特征映射的参数，将图像

降维［20］。随即是 4组瓶颈残差块，每组残差块卷积操作

采用的过滤器大小分别为 1 × 1、3 × 3、1 × 1，这种方

式可以达到减少计算量和参数量的效果。接着将获取

的特征输入 TSA 模块中，TSA 模块嵌入到残差网络卷

积结构后，使卷积提取到的特征在被送入平均池化层

前，对特征进行权重分配，进而区分特征的贡献度［2］。

再利用平均池化层提取 TSA 模块输出特征映射的空间

信息，最后经过全连接层输出图像分类的结果。

3. 2　TSA模块

在残差网络中加入自注意力机制能够让网络模型

更加关注感兴趣区域，使得模型聚焦所要提取的重要

特征，忽略不相关特征；然而自注意力机制的点积操作

会导致张量内部结构受到破坏。因此，为了更准确地

分析具有复杂背景的图像数据，充分利用图像信息中

的显著特征，并直接处理张量输入 χ ∈ RT× H×W× C，提

出 了 TSA 模 块 。 其 中 包 括 基 础 TSA 模 块 和 随 机

张量合成注意力（Tensor synthetic attention random， 
TSAR）模块两种形式。

给 定 了 张 量 输 入 χ ∈ RH×W× C 和 其 二 维 重 塑

矩 阵 X ∈ RHW× C，自 注 意 力 机 制 会 产 生 一 个 从

X ∈ RHW× C → X ∈ RHW× HW：Q → S 的维度对齐，其中 S
为权重。形式上，设定输入张量Q ∈ RH×W× d通过映射

Q= ∅ Q (X )转换为 χ的投影特征，其中 ∅ Q (X )被定义

为三张量积：

∅ Q (X )= Q × A ( )l
( )H × A ( )l

( )W × A ( )l
( )C ， （6）

式 中 ： 3 个 张 量 A ( )l
( )H ∈ RHW× H，A ( )l

( )W ∈ RHW×W，

A ( )l
( )C ∈ R1 × d，l为层数，三张量积的示例［21］如图 5 所示。

为了在没有点积操作情况下在原始张量Q上实现

张量的维数对齐，提出了一种 TSA 模块，其结构如图 6
所示。该模块首先对输入Q进行三张量积变换以得到

注意力矩阵 Z，并使用 Softmax 函数对 Z进行归一化得

到权重 S，从而对特征进行权重分配，以区分特征的贡

献度。具体计算方式为

Z = Q × A ( )l+ 1
( )H × A ( )l+ 1

( )W × A ( )l+ 1
( )C ， （7）

S = Softmax (Z)， （8）
式 中 ：3 个 张 量 A ( )l+ 1

( )H ∈ RHW× H，A ( )l+ 1
( )W ∈ RHW×W，

A ( )l+ 1
( )C ∈ R1 × d，Z ∈ RHW× HW× 1，S ∈ RHW× HW× 1。接着，设

定 V = ∅ V (X )∈ RHW× m 为张量合成注意力模块中的

value 值，将权重 S和相应的键值 V进行加权求和来获

取最终图像完整特征输出 Y，以提升模型的图像分类

精度。Y的计算方式为

Y = Tensor Synthetic Attention (Q，V )= SV。（9）
该模块主要关注特征矩阵中有价值的信息，提取

特定目标中分辨性较强的特征。通过合成函数替换掉

了自注意力机制中的 QK T 计算，不需要重塑原始输

入，减少了对输入张量的依赖，更容易保存特征映射的

底层结构。

此外，考虑到 TSA 模块很难确定 3 个张量 A ( )l+ 1
( )H 、

A ( )l+ 1
( )W 、A ( )l+ 1

( )C 的维数，即如何将维数HW、HW、1 分配给

3个张量乘法，尝试采用 ZH、ZW、ZC 分别作为通过高、宽、

通道数 3个方向完成对原始张量Q ∈RH×W× d的三张量

积变换后得到的矩阵，结构如图 7所示，具体操作如下：

ZH = Q × A ( )l+ 1
( )H × A ( )l+ 1

( )W × A ( )l+ 1
( )C 。 （10）

其表示将维数 1 分配给高方向张量，将维数HW、

HW分配给宽、通道 2 个方向张量后得到的注意力矩

阵 ZH，即 3 个 张 量 A ( )l+ 1
( )H ∈ R1 × H、A ( )l+ 1

( )W ∈ RHW×W、

A ( )l+ 1
( )C ∈ RHW× d。

ZW = Q × A ( )l+ 1
( )H × A ( )l+ 1

( )W × A ( )l+ 1
( )C 。 （11）

其表示将维数 1 分配给宽方向张量，将维数HW、

HW分配给高、通道 2 个方向张量后得到的注意力矩

阵 ZW，即 3 个 张 量 A ( )l+ 1
( )H ∈ RHW× H、A ( )l+ 1

( )W ∈ R1 ×W、

A ( )l+ 1
( )C ∈ RHW× d。
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图 5　三张量积

Fig.  5　Three-tensor product
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图 6　张量合成注意力模块

Fig.  6　Tensor synthesis attention module

ZC = Q × A ( )l+ 1
( )H × A ( )l+ 1

( )W × A ( )l+ 1
( )C 。 （12）

其表示将维数 1 分配给通道方向张量，将维数

HW、HW分配给高、宽 2 个方向张量后得到的注意力

矩 阵 ZC，即 3 个 张 量 A ( )l+ 1
( )H ∈ RHW× H、A ( )l+ 1

( )W ∈ RHW× H、

A ( )l+ 1
( )C ∈ R1 × d。

上述 TSA 模块是将每个输入 χ ∈ RH×W× C投影到

维数HW，其作用就是张量维数的自对齐。基于此，提

出了另一种形式的 TSA 模块，即 TSAR 模块，结构如

图 7 所示。

不同于基础 TSA 模块对原始张量Q进行的三张量

积变换以得到注意力矩阵 Z，TSAR 模块尝试将注意力

矩阵直接设置为随机矩阵 R，并使用 Softmax 函数对 R
进行归一化得到权重 S ′，如此，注意力权重的初始化可

以不受任何输入 token 的影响，完全随机初始化，且这

些随机初始化的值可以被训练，或保持固定。接着，同

基 础 TSA 模 块 一 样 ，设 定 V = ∅ V (X )∈ RHW× m 为

TSAR 中的 value，将权重 S ′和相应的键值V（Value）进

行加权求和来获取最终图像完整特征输出 Y，以提升模

型的图像分类精度。将R、Y定义为

S ′= Softmax (R)， （13）
Y= Tensor Synthesis Attention Random (Q，V)= S′V，（14）
式中：R ∈ RHW× HW 为注意力矩阵随机初始化的值。

TSAR 模块不用依赖 token 对之间的交互，较传统自注

意力机制更能保证张量特征的内部结构完整性。

4　分析与讨论

4. 1　数据集

采 用 了 3 个 图 像 分 类 基 准 数 据 集 ，自 然 图 像

数据集 CIFAR-10［22］、CIFAR-100［22］、街牌号数据集

SVHN［23］，来验证 RTSA Net-101 模型的有效性  。
CIFAR-10 和 CIFAR-100 数据集均包括 60000 张

32 × 32 的彩色图像，其中训练集 50000 张，测试集

10000 张［24］。此外，CIFAR-10 包含 10 个类别图像，

CIFAR-100 包含 100 个类别图像［24］。

SVHN 是一个来自真实世界的街牌号数据集［23］，

该数据集分为 10 类，数据均为 32 × 32 的彩色街牌号

图像，包含 73257 个训练数据和 26032 个测试数据。每

张图像上有一个或者多个数字，以正中间的数据作为

判断图像类别的依据。数据集详细信息如表 1 所示。

4. 2　实验设置

实验采用的计算机环境为型号 Intel（R） i7-6850k
的处理器，内存为 64 G，实验模型均是使用 PyTorch 深

度学习框架实现，并在 NVIDIA 2080Ti GPU 训练得

到 的 。 实 验 训 练 阶 段 优 化 器 采 用 自 适 应 矩 估 计

（Adaptive moment，Adam）算法训练 100 轮，批量样本

大 小 设 置 为 100。 使 用 准 确 率（Accuracy）、召 回 率

（Recall）、精准率（Precision）、宏平均 F1 值（F1），运行

时间（Run time）作为图像分类的评价指标。

4. 3　模块鲁棒性实验及结果分析

为了验证 TSA 模块对图像分类的有效性，进行了

模块鲁棒性实验，实验搭建了 3 层简单 CNN 网络作为

基本骨干网络，将 CIFAR-10 数据集作为实验数据集，

分别融合了传统自注意力机制、Synthesizer 各个不同

系列的注意力模块，以及所提出的 TSA、TSAR 模块，

进行快速实验。为方便表示，各类方法采用缩写方式，

方法缩写如表 2 所示。

为了测试各种方法对高斯噪声干扰的鲁棒性，在

CIFAR-10 数据集中加入了不同强度的高斯噪声，利

用这种方式破坏图像以进行模块鲁棒性评估，实验结

果见表 3、图 8。
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图 7　TSAR 模块

Fig.  7　TSAR module

表 1　数据集详细情况

Table 1　Details of datasets

表 2　各种方法缩写

Table 2　Abbreviations of various methods
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ZC = Q × A ( )l+ 1
( )H × A ( )l+ 1

( )W × A ( )l+ 1
( )C 。 （12）

其表示将维数 1 分配给通道方向张量，将维数

HW、HW分配给高、宽 2 个方向张量后得到的注意力

矩 阵 ZC，即 3 个 张 量 A ( )l+ 1
( )H ∈ RHW× H、A ( )l+ 1

( )W ∈ RHW× H、

A ( )l+ 1
( )C ∈ R1 × d。

上述 TSA 模块是将每个输入 χ ∈ RH×W× C投影到

维数HW，其作用就是张量维数的自对齐。基于此，提

出了另一种形式的 TSA 模块，即 TSAR 模块，结构如

图 7 所示。

不同于基础 TSA 模块对原始张量Q进行的三张量

积变换以得到注意力矩阵 Z，TSAR 模块尝试将注意力

矩阵直接设置为随机矩阵 R，并使用 Softmax 函数对 R
进行归一化得到权重 S ′，如此，注意力权重的初始化可

以不受任何输入 token 的影响，完全随机初始化，且这

些随机初始化的值可以被训练，或保持固定。接着，同

基 础 TSA 模 块 一 样 ，设 定 V = ∅ V (X )∈ RHW× m 为

TSAR 中的 value，将权重 S ′和相应的键值V（Value）进

行加权求和来获取最终图像完整特征输出 Y，以提升模

型的图像分类精度。将R、Y定义为

S ′= Softmax (R)， （13）
Y= Tensor Synthesis Attention Random (Q，V)= S′V，（14）
式中：R ∈ RHW× HW 为注意力矩阵随机初始化的值。

TSAR 模块不用依赖 token 对之间的交互，较传统自注

意力机制更能保证张量特征的内部结构完整性。

4　分析与讨论

4. 1　数据集

采 用 了 3 个 图 像 分 类 基 准 数 据 集 ，自 然 图 像

数据集 CIFAR-10［22］、CIFAR-100［22］、街牌号数据集

SVHN［23］，来验证 RTSA Net-101 模型的有效性  。
CIFAR-10 和 CIFAR-100 数据集均包括 60000 张

32 × 32 的彩色图像，其中训练集 50000 张，测试集

10000 张［24］。此外，CIFAR-10 包含 10 个类别图像，

CIFAR-100 包含 100 个类别图像［24］。

SVHN 是一个来自真实世界的街牌号数据集［23］，

该数据集分为 10 类，数据均为 32 × 32 的彩色街牌号

图像，包含 73257 个训练数据和 26032 个测试数据。每

张图像上有一个或者多个数字，以正中间的数据作为

判断图像类别的依据。数据集详细信息如表 1 所示。

4. 2　实验设置

实验采用的计算机环境为型号 Intel（R） i7-6850k
的处理器，内存为 64 G，实验模型均是使用 PyTorch 深

度学习框架实现，并在 NVIDIA 2080Ti GPU 训练得

到 的 。 实 验 训 练 阶 段 优 化 器 采 用 自 适 应 矩 估 计

（Adaptive moment，Adam）算法训练 100 轮，批量样本

大 小 设 置 为 100。 使 用 准 确 率（Accuracy）、召 回 率

（Recall）、精准率（Precision）、宏平均 F1 值（F1），运行

时间（Run time）作为图像分类的评价指标。

4. 3　模块鲁棒性实验及结果分析

为了验证 TSA 模块对图像分类的有效性，进行了

模块鲁棒性实验，实验搭建了 3 层简单 CNN 网络作为

基本骨干网络，将 CIFAR-10 数据集作为实验数据集，

分别融合了传统自注意力机制、Synthesizer 各个不同

系列的注意力模块，以及所提出的 TSA、TSAR 模块，

进行快速实验。为方便表示，各类方法采用缩写方式，

方法缩写如表 2 所示。

为了测试各种方法对高斯噪声干扰的鲁棒性，在

CIFAR-10 数据集中加入了不同强度的高斯噪声，利

用这种方式破坏图像以进行模块鲁棒性评估，实验结

果见表 3、图 8。
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图 7　TSAR 模块

Fig.  7　TSAR module

表 1　数据集详细情况

Table 1　Details of datasets

Dataset
CIFAR-10
CIFAR-100

SVHN

Number of data
60000
60000
99289

Category
10

100
10

Training set
50000
50000
73257

Testing set
10000
10000
26032

表 2　各种方法缩写

Table 2　Abbreviations of various methods

Method abbreviation
None
CA

CSD
CFSD
CFSR
CMS

CTSA（C）
CTSA（H）
CTSA（W）

CTSAR

Concrete model
CNN

CNN+Attention
CNN+Synthesizer Dense

CNN+Factorized Synthesizer Dense
CNN+Factorized Synthesizer Random

CNN+Mixture Synthesizers
CNN+Tensor Synthetic Attention Channel
CNN+Tensor Synthetic Attention Hight
CNN+Tensor Synthetic Attention Width

CNN+Tensor Synthetic Attention Random
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由表 3、图 8 可以清晰看出，当噪声比较小，如 N=
0. 01、0. 02 时，CTSA（C）、CFSR、CSD、CFSD、CMS
的准确率都比较高，且相差不大。其中 CTSA（C）的

准确率一直处于最优位置；但随着噪声越来越大，会发

现这些方法与 CTSA（C）的准确率相差逐渐变大。由

此可见，TSA 模块在 CNN 基础上保留了图像丰富结

构信息，相比其他方法，抗噪声干扰能力更强，分类效

果更佳；而 CTSAR、CTSA（H）、CTSA（W）的分类准

确率比原始 CNN 和 CA 要低，鲁棒性相对较差，分析

原因可能是张量相乘破坏了原有图像的结构，所以容

易受到噪声的干扰。

随机旋转是图像分类中经常面临的场景之一，也

是考验分类模型优劣的重要指标。实验将 CIFAR-10
数据集原始图像随机旋转 30°到 330°，且图像增大的角

度范围均匀采样，以此来评估这些方法在不同旋转角

度下的鲁棒性，实验结果见表 4、图 9。

由表 4、图 9 可知，随着图像旋转角度越来越大，所

有方法的分类性能整体呈下降趋势。在整个旋转过程

中，旋转角度为 30°至 180°时，CTSA（W）方法的分类

准确率最优；旋转角度为 210°至 330°时，CTSA（H）方
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图 8　不同方法在高斯噪声图像上的分类准确率对比

Fig.  8　Comparison of classification accuracy of different 
methods on Gaussian noise images

表 3　不同方法对高斯噪声图片的分类准确率结果

Table 3　Classification accuracy results of different methods for Gaussian noise images

Method

None
CA

CSD
CFSR
CFSD
CMS

CTSA（C）

CTSA（H）
CTSA（W）

CTSAR

Gaussian noise
0. 01

45. 96
47. 02
48. 71
46. 51
48. 90
48. 20
49. 29

44. 66
42. 20
45. 93

0. 02
34. 35
35. 83
37. 79
37. 28
37. 50
36. 80
36. 81

30. 92
30. 21
34. 02

0. 03
27. 80
29. 21
31. 54
31. 69
30. 42
29. 55
31. 98

23. 26
23. 65
27. 06

0. 04
22. 83
24. 70
27. 30
27. 56
25. 89
25. 13
28. 11

19. 58
19. 92
23. 01

0. 05
20. 01
21. 49
23. 70
24. 14
22. 85
21. 45
25. 49

17. 08
17. 53
19. 91

0. 06
17. 86
19. 33
22. 23
22. 60
20. 70
19. 34
23. 75

15. 12
16. 41
17. 36

0. 07
16. 23
17. 41
20. 18
20. 62
19. 33
17. 74
22. 39

14. 04
15. 18
16. 02

0. 08
15. 07
16. 51
18. 92
19. 75
17. 91
16. 61
21. 44

13. 35
14. 65
14. 93

0. 09
14. 45
15. 42
17. 45
18. 25
16. 87
15. 76
20. 09

12. 61
14. 33
13. 93

0. 10
13. 76
14. 80
17. 03
17. 76
16. 07
15. 26
19. 54

12. 26
13. 64
13. 40

注：加粗字体表示最优结果。

表 4　不同方法对旋转图片的分类准确率结果

Table 4　Classification accuracy results of different methods for rotating pictures

Method

None
CA

CSD
CFSR
CFSD
CMS

CTSA（C）
CTSA（H）
CTSA（W）

CTSAR

Rotation angle/（°）
30

37. 58
36. 54
37. 90
37. 04
39. 27
37. 91
38. 71
42. 32
45. 53
33. 72

60
26. 51
36. 57
38. 17
26. 86
28. 85
26. 93
38. 36
30. 44
38. 64
24. 70

90
23. 07
23. 27
23. 24
23. 10
23. 55
22. 96
24. 51
26. 28
27. 21
22. 06

120
21. 12
21. 25
21. 79
20. 69
22. 85
21. 74
21. 80
24. 53
25. 20
19. 88

150
19. 40
19. 75
19. 26
19. 72
20. 37
19. 61
20. 97
22. 17
22. 39
19. 00

180
19. 39
19. 44
19. 45
18. 69
19. 85
18. 89
20. 36
22. 18
22. 23
18. 17

210
18. 68
19. 70
19. 36
18. 70
19. 95
18. 76
20. 89
22. 37

22. 03
18. 03

240
18. 89
18. 61
18. 51
18. 27
18. 71
18. 01
19. 93
21. 83

21. 27
17. 22

270
18. 27
18. 19
17. 55
17. 69
18. 86
18. 06
19. 86
20. 85

20. 61
17. 03

300
17. 74
18. 46
17. 60
17. 24
18. 34
17. 62
19. 12
20. 07

20. 01
17. 23

330
17. 40
17. 75
17. 98
17. 08
17. 88
17. 65
20. 00
20. 16

19. 89
16. 79

注：加粗字体表示最优结果。

法的分类准确率一直处于最优，表明了 TSA 模块对图

片旋转的抗干扰能力较强。而 CTSAR 方法的分类精

度一直处于最低，由此可见 TSAR 模块并不适用于随

机旋转图像分类。

中心裁剪作为计算机视觉的图像增强方法之一，

其目的是从图片的中心开始，裁剪出其四周指定长度

和宽度的图片，即获取原图的中心部分。经过中心裁

剪的图像特征变得更少，将更不利于图像分类。因此，

将图像中心剪裁成不同的尺寸来测试图像的分类准确

率，以评估各类方法的鲁棒性。实验结果见表 5、
图 10。

由表 5 和图 10 可知，当中心裁剪图片尺寸较大时，

所有的方法都有较好的分类性能。整体来看，CTSA
（W）方法的分类精度性能始终优于 CNN 方法，而 CA
方法与 CNN 本身相比分类精度较低，表明了直接添加

Attention 模块会影响 CNN 自身的分类精度，不利于经

过中心裁剪图像的分类。当裁剪尺寸为 10 × 10、
15 × 15、20 × 20 时，CTSA（W）的分类精度在所有方

法中最高；当裁剪尺寸为 25 × 25、30 × 30 时，CTSA
（C）的分类准确率最高。由此可见，TSA 模块有助于

CNN 在图像进行中心裁剪时获更高的分类精度。

采用上述 10 种方法对 CIFAR-10 数据集原始图像

进行分类，其分类对比结果如表 6 所示。可以看出，

CTSA（C）方法对图像各个类别的准确率、召回率、精

确率、宏平均 F1 值，都优于其他方法，且 CTSA（C）、

CTSA（H）、CTSA（W）、CTSAR 整体分类效果要比

其他方法好，从而进一步验证了模块的有效性。

综合以上实验结果表明，本文提出的 TSA 模块嵌

入 CNN 后在高斯噪声、随机旋转、中心裁剪干扰下均

能较准确关注图像贡献度高的特征信息，且可以较好

地完成图像分类，具有良好的鲁棒性。

4. 4　模型对比实验及结果分析

目前，主流的残差卷积神经网络模型有 ResNet-
18、ResNet-34、ResNet-50 及 ResNet-101［20］。为了选择

更 适 应 图 像 数 据 复 杂 度 的 模 型 ，分 别 采 用 经 过

ImageNet预训练的上述残差网络模型对自然图像数据

集 CIFAR-10进行训练，得到的分类结果如表 7所示。
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图 9　不同方法对旋转图像的分类准确率对比

Fig.  9　Comparison of the classification accuracy of different 
methods for rotating images

表 5　不同方法对中心裁剪图像的分类准确率结果

Table 5　Classification accuracy results of different methods for 
center cropped images

注：加粗字体表示各列最优结果。
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图 10　不同方法对中心裁剪图像的分类准确率对比

Fig.  10　Comparison of the classification accuracy of different 
methods for the center cropped image

表 6　不同方法分类结果

Table 6　Classification results of different methods

注：加粗字体表示各列最优结果。
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法的分类准确率一直处于最优，表明了 TSA 模块对图

片旋转的抗干扰能力较强。而 CTSAR 方法的分类精

度一直处于最低，由此可见 TSAR 模块并不适用于随

机旋转图像分类。

中心裁剪作为计算机视觉的图像增强方法之一，

其目的是从图片的中心开始，裁剪出其四周指定长度

和宽度的图片，即获取原图的中心部分。经过中心裁

剪的图像特征变得更少，将更不利于图像分类。因此，

将图像中心剪裁成不同的尺寸来测试图像的分类准确

率，以评估各类方法的鲁棒性。实验结果见表 5、
图 10。

由表 5 和图 10 可知，当中心裁剪图片尺寸较大时，

所有的方法都有较好的分类性能。整体来看，CTSA
（W）方法的分类精度性能始终优于 CNN 方法，而 CA
方法与 CNN 本身相比分类精度较低，表明了直接添加

Attention 模块会影响 CNN 自身的分类精度，不利于经

过中心裁剪图像的分类。当裁剪尺寸为 10 × 10、
15 × 15、20 × 20 时，CTSA（W）的分类精度在所有方

法中最高；当裁剪尺寸为 25 × 25、30 × 30 时，CTSA
（C）的分类准确率最高。由此可见，TSA 模块有助于

CNN 在图像进行中心裁剪时获更高的分类精度。

采用上述 10 种方法对 CIFAR-10 数据集原始图像

进行分类，其分类对比结果如表 6 所示。可以看出，

CTSA（C）方法对图像各个类别的准确率、召回率、精

确率、宏平均 F1 值，都优于其他方法，且 CTSA（C）、

CTSA（H）、CTSA（W）、CTSAR 整体分类效果要比

其他方法好，从而进一步验证了模块的有效性。

综合以上实验结果表明，本文提出的 TSA 模块嵌

入 CNN 后在高斯噪声、随机旋转、中心裁剪干扰下均

能较准确关注图像贡献度高的特征信息，且可以较好

地完成图像分类，具有良好的鲁棒性。

4. 4　模型对比实验及结果分析

目前，主流的残差卷积神经网络模型有 ResNet-
18、ResNet-34、ResNet-50 及 ResNet-101［20］。为了选择

更 适 应 图 像 数 据 复 杂 度 的 模 型 ，分 别 采 用 经 过

ImageNet预训练的上述残差网络模型对自然图像数据

集 CIFAR-10进行训练，得到的分类结果如表 7所示。
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图 9　不同方法对旋转图像的分类准确率对比

Fig.  9　Comparison of the classification accuracy of different 
methods for rotating images

表 5　不同方法对中心裁剪图像的分类准确率结果

Table 5　Classification accuracy results of different methods for 
center cropped images

Method

None
CA

CSD
CFSR
CFSD
CMS

CTSA（C）
CTSA（H）
CTSA（W）

CTSAR

Center crop size/pixel
10

14. 89
13. 20
13. 79
14. 03
13. 53
15. 12
13. 74
14. 70
15. 22
14. 03

15
20. 22
17. 98
19. 29
19. 19
19. 03
20. 12
18. 93
20. 15
20. 53
19. 19

20
32. 68
28. 00
30. 15
30. 23
31. 28
32. 58
32. 60
31. 51
33. 23
30. 23

25
51. 15
47. 41
48. 85
48. 89
51. 87
51. 31
53. 56

50. 56
52. 12
48. 89

30
61. 20
60. 58
61. 38
61. 23
63. 26
62. 16
63. 62

61. 84
62. 21
61. 23

注：加粗字体表示各列最优结果。
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图 10　不同方法对中心裁剪图像的分类准确率对比

Fig.  10　Comparison of the classification accuracy of different 
methods for the center cropped image

表 6　不同方法分类结果

Table 6　Classification results of different methods

Method
None
CA

CSD
CFSR
CFSD
CMS

CTSA（C）
CTSA（H）
CTSA（W）

CTSAR

Accuracy /%
83. 52
82. 30
84. 23
72. 94
87. 71
65. 23
91. 65
90. 50
89. 96
88. 67

Recall /%
62. 31
71. 28
80. 56
73. 59
81. 32
88. 57
90. 20
89. 30
87. 23
88. 59

Precision /%
52. 30
68. 46
85. 77
83. 21
77. 32
60. 58
89. 91
86. 35
87. 25
89. 34

F1 /%
71. 59
82. 37
78. 38
80. 97
67. 98
56. 35
86. 72
84. 23
83. 37
82. 56

注：加粗字体表示各列最优结果。
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由表 7 可知，ResNet-101 在 CIFAR-10 数据集上

的分类准确率最高，因此选择 ResNet-101 作为本文的

骨干网络模型。

综合上文模块鲁棒性实验结果，采用 TSA（C）模

块分别嵌入上述残差网络模型中，得到 RTSA Net-
18、RTSA Net-34、RTSA Net-50 及 RTSA Net-101 等

网络模型，并分别对 CIFAR-10 图像进行分类实验。

其中，所有实验都在相同的实验环境和实验参数中进

行，分类结果如表 8 所示。

由表 8 可知，嵌入了 TSA 模块的 ResNet模型分类

精度整体要比模型本身高，分类准确率分别提高了

0. 97 、2. 47、6. 26、3. 00 个百分点，其中 RTSA Net-101

网络模型的分类效果最优。由此可见，本文提出的

TSA 模块可以为图像选取并利用更加重要的特征，解

决了原模型提取的特征分辨性弱的问题，具有较好的

分类能力。

为进一步验证模型的图像分类效果，将本文提出的

RTSA Net-101 网络模型分别在 CIFAR-10、CIFAR-

100、SVHN 数据集上与其他 7 种先进图像分类模型

ANODE［25］、Sign-symmetry［26］、Improved GAN［27］、CLS-

GAN［28］、NNCLR ［29］、CCT-6/3x1 ［30］、ResNet56 with 
reSGHMC［31］进行分类准确率和图片平均测试运行时间

对比。在实验过程中，均采用原文献提供的模型或源

代码对图像进行测试，实验对比结果如表 9 所示。

通过对比表 9 中所有模型的分类准确度和平均测

试运行时间可知，RTSA Net-101 网络模型在不同的

分类图像数据集上均优于其他 7 种先进图像分类模

型。对于 CIFER-10 数据集而言，RTSA Net-101 模型

的分类精度较其他模型均有不同程度的提高，图片平

均测试运行时间也最短。对于 CIFER-100 数据集而

言，其样本量较小，且图像种类较多，图像分类任务具

有一定的难度，因此可以看出分类准确率整体偏低；其

中，RTSA Net-101 与 Sign-symmetry、NNCLR、CCT-

6/3x1、ResNet56 with reSGHMC 方法相比，准确率分

别提高了 29. 35、2. 60、4. 29、1. 46 个百分点，平均运行

时间分别缩短了 0. 0041 s、0. 0029 s、0. 0011 s、0. 0018 s。
对于 SVHN 数据集而言，由于该数据集相对于其他两

个数据集样本量要大一些，且种类较少。因此，几种模

型的整体分类精度都较高，RTSA Net-101 分别比

ANODE、Sign-symmetry、Improved GAN、CLS-GAN
模型准确率提高了 13. 17、6. 83、4. 78、2. 65 个百分点，

平均运行时间分别缩短了 0. 0046 s、0. 0055 s、0. 0007 s、
0. 0015 s。实验结果证实了本文所提的 RTSA Net-101
图像分类模型在图像分类方面具有一定的创新性、实

用性和高效性。

5　结　　论

为了解决卷积神经网络处理图像分类任务时提取

特征不充分以及提取到的特征不区分贡献度的问题，

提出了 RTSA Net-101 图像分类模型。该模型在原

表 8　不同 RTSA Net模型分类精度对比

Table 8　Comparison of classification accuracy of different 
RTSA Net models

Model
RTSA Net-18
RTSA Net-34
RTSA Net-50
RTSA Net-101

Accuracy /%
90. 30
91. 23
92. 98
96. 12

注：加粗字体表示最优结果。

表 7　残差网络模型分类结果对比

Table 7　Comparison of classification results of residual network 
models

Model
ResNet-18
ResNet-34
ResNet-50

ResNet-101

Accuracy /%
89. 33
88. 76
86. 72
93. 12

注：加粗字体表示最优结果。

表 9　与其他先进方法分类准确率和平均测试运行时间对比

Table 9　Comparison with other advanced methods for classification accuracy and average test running time

Model

ANODE［25］

Sign-symmetry［26］

Improved GAN［27］

CLS-GAN［28］

NNCLR［29］

CCT-6/3x1［30］

ResNet56 with reSGHMC［31］

RTSA Net-101

CIFAR-10
Accuracy /%

60. 60
80. 98
88. 17
91. 70
93. 70
95. 29
96. 10
96. 12

running time /s
0. 0378
0. 0341
0. 0291
0. 0431
0. 0289
0. 0321
0. 0278
0. 0258

CIFAR-100
Accuracy /%

—

52. 25
—

—

79. 00
77. 31
80. 14
81. 60

running time /s
—

0. 0301
—

—

0. 0289
0. 0271
0. 0278
0. 0260

SVHN
Accuracy /%

83. 50
89. 84
91. 89
94. 02
—

—

—

96. 67

running time /s
0. 0308
0. 0317
0. 0269
0. 0277

—

—

—

0. 0262

注：加粗字体表示各列最优结果，“—”表示未知结果。

ResNet-101 网络模型的残差结构中嵌入 TSA 模块，避

免了信息在传递过程中的丢失与损耗，使模型在充分

提取图像特征信息的同时，能够聚焦贡献度高的特征，

解决了原模型提取的特征分辨性弱的问题，提高了模

型的分类性能。同时，对 TSA 模块进行了鲁棒性测

试，验证了模块的有效性，在 3 个自然图像数据集上进

行了对比实验，RTSA Net-101 图像分类模型均获得

了较其他 7 种先进模型更具有竞争力的分类准确率和

图像平均测试运行时间，并能够有效增强网络的特征

学习能力，具有一定的创新性、高效性。在未来研究工

作中，将优化模块结构，进一步提升模型分类性能，并

丰富任务类型。
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ResNet-101 网络模型的残差结构中嵌入 TSA 模块，避

免了信息在传递过程中的丢失与损耗，使模型在充分

提取图像特征信息的同时，能够聚焦贡献度高的特征，

解决了原模型提取的特征分辨性弱的问题，提高了模

型的分类性能。同时，对 TSA 模块进行了鲁棒性测

试，验证了模块的有效性，在 3 个自然图像数据集上进

行了对比实验，RTSA Net-101 图像分类模型均获得

了较其他 7 种先进模型更具有竞争力的分类准确率和

图像平均测试运行时间，并能够有效增强网络的特征

学习能力，具有一定的创新性、高效性。在未来研究工

作中，将优化模块结构，进一步提升模型分类性能，并

丰富任务类型。
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