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摘要　针对当前智能驾驶领域场景理解中的语义分割算法无法同时满足高精度和高效率要求的问题,提出了精确

高效的语义分割算法.基于可分离残差模块和降采样模块,设计了充分利用其学习能力和学习效率的高效精确语

义分割网络结构.利用Cityscapes数据集,在图像处理效率１２frame/s的基础上达到分割精度６７．８６％.研究结

果表明,所提方法在精度和效率上均能达到较好的效果,实现了精度和效率的平衡.
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１　引　　言

自动驾驶是当前热门且富有挑战性的课题.其

中,视觉感知模块是自动驾驶系统中不可或缺的一

部分,涉及道路识别、交通标志识别、车辆和行人检

测等视觉感知任务[１].针对上述视觉任务当前都有

较为成熟的算法,但发展自动驾驶汽车,需要实时精

确地理解周围环境,同时完成对不同类别物体的分

类和分割,这样,语义分割算法的研究就显得尤为重

要.语义分割是图像理解中常用的技术,它可以预

测图像中每个像素的类别,从而实现对图像的分割

归类,同时可以对图像进行细致理解,这对研究自动

驾驶非常重要[２].
近年来,深度学习发展迅猛.自卷积神经网络

(CNN)[３]提出以来,采用神经网络做物体分类的算

法层 出 不 穷,尤 其 在 Krizhevsky 等[４] 提 出 的

AlexNet取得ImageNet竞赛冠军后,深度学习逐渐

在各类视觉任务中占据了主流地位.CNN最初的

设计用于图像分类任务,可以对图像进行端到端训

练,实现对图像的分类.鉴于CNN在分类和检测

任务上的巨大成功,将神经网络引入语义分割(像素

级分类)逐渐进入人们视线.为将CNN应用到语
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义分割,Long等[５]提出了全卷积神经网络(FCN).

FCN将CNN的全连接层替换成了卷积层,然后用

去卷积层对最后一个卷积层的特征图进行上采样,
得到与输入图像尺寸相同的像素级分类结果.由于

去掉了全连接层,FCN可以接受任意尺寸的输入

图像[６Ｇ７].
当前,语义分割领域的研究主要集中在两个方

向:１)通过增加网络层级、增大网络复杂度提升网

络分割精度;２)通过降低网络复杂度、减少参数量

提升网络效率[８].在提升网络精度方面,金字塔场

景解析网络(PSPNet)[９]采用空间金字塔池化模型

聚合不同区域的上下文信息,提高网络获取全局信

息的能力,充分利用上下文关系和标签间的关联提

升分割精度;Chen等[１０Ｇ１１]利用空洞空间金字塔池化

在聚合不同区域信息的同时增大卷积核感受野,进
一步利用多尺度信息强化分割,并在网络末端加入

全连接条件随机场用于锐化分割结果.加入条件随

机场可以提升分割精度,但也会增加网络计算复杂

度,网 络 不 能 端 到 端 训 练. 细 化 网 络

(RefineNet)[１２]利用长距离残差连接对不同尺度的

特征进行融合,充分利用底层特征边缘优势和高层

特征语义优势,实现用低层信息优化高层语义,进而

提升分割精度.上述几种分割算法都已取得了很高

的分割精度,但在使用单块TITANX图形处理器

(GPU)时,单张图像处理时间均＞１s,难以满足实

际应用中的实时性需求.在提升网络效率方面,

Paszke等[１３]提出了高效神经网络(ENet),针对大

分辨率特征图处理时间长的问题,在网络前端进行

连续降采样降低特征图分辨率.采用瓶颈残差模

块,结合大编码器、小解码器的结构进一步提升网络

效率.加速挤压网络(SQ)[１４]在编码阶段使用修正

的挤压网络(SqueezeNet)[１５]降低参数,压缩模型.
在解码阶段用去卷积操作进行上采样,进一步节省

参数.ENet和SQ在降低网络运算时间和网络参

数量方面取得了较大的成果,但同时其分割精度也

大大降低,最终分割精度均＜６０％,难以满足实际应

用中的可靠性需求[１６Ｇ１７].
针对上述分割精度和分割效率难以平衡的问

题,提出了一种既能保证分割实时性,又能一定程度

上保证分割精度的网络结构.与以往只注重分割精

度或分割效率的算法不同,对这两个看似矛盾的因

素进行了综合考虑,通过结合深度可分离卷积和残

差连接,设计了一种更加高效的残差模块,称为可分

离残差模块,解决了传统残差模块计算效率低的问

题.为改善降采样造成的分割精度下降问题,设计

了一种池化和卷积并行的降采样模块,并在网络前

期就连续使用该降采样模块来提升网络效率.基于

可分离残差模块和降采样模块设计了一种可以充分

利用其学习能力和学习效率的精确高效语义分割网

络 结 构,称 为 可 分 离 残 差 网 络 (SRNet).在

Cityscapes路面场景数据集[１８Ｇ１９]上进行实验,最终

网络 能 以１２frame/s的 速 度 处 理２０４８pixel×
１０２４pixel图像,并保持６７．８２％的分割精度.

２　精确高效的语义分割网络结构

由残差模块构建的深度卷积神经网络已经广泛

应用于语义分割任务中,并取得了较好的分割精度.
然而采用传统的残差模块所构建的深度卷积神经网

络在解决语义分割任务时无法满足实时性的需求.
作为传统卷积的改进方法,深度可分离卷积能够有

效简化计算,提升计算效率.基于深度可分离卷积,
并引入残差连接,设计了一种新型残差模块———可

分离残差模块,以解决现有残差模块的效率限制.
为进一步提升网络效率,降低降采样在分割精度上

的影响,提出了池化和卷积并行的降采样模块.基

于提出的可分离残差模块和并行降采样模块,构建

了一种可以充分利用其学习能力和学习效率的可分

离残差网络(SRNet).将该网络应用于语义分割任

务中,在保持分割精度的同时,能够有效提升分割的

效率,实现实时精确的场景理解,对将语义分割研究

应用于智能驾驶领域有着极为重要的意义.

２．１　可分离残差模块

深度可分离卷积是网络模型小型化的一种方

式,其本质是冗余信息更少的稀疏化表达[２０].用深

度可分离卷积代替标准三维(３D)卷积可以减少卷

积核的冗余表达,极大程度上降低参数量和计算量,
以便将网络应用到移动端平台.图１(a)为标准３D
卷积核,图１(b)为深度可分离卷积核.深度可分离

卷积核将标准３D卷积核分解成一个逐通道处理的

二维(２D)卷积核和一个跨通道的１×１大小的３D
卷积核.

如图１(a)所示,标准３D卷积在某一层进行卷

积的计算量为

R１＝DK ×DK ×M ×N ×DF ×DF, (１)
式中:DK×DK 为卷积核尺寸;M 为输入通道数;N
为输出通道数;DF×DF 为输入分辨率.

如图１(b)所示,深度可分离卷积在某一层进行

卷积的计算量主要分为两个部分:图１(b)上部所示
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的逐通道２D卷积核的计算量和图１(b)下部所示的

跨通道１×１大小卷积核的计算量.其中,２D卷积

核每次只处理一个通道,数量和输入通道数相同.

１×１大小卷积核跨通道处理特征图,将输出通道数

变为指定的数量.使用深度可分离卷积的计算量为

R２＝DK ×DK ×M ×DF ×
DF ＋M ×N ×DF ×DF, (２)

式中:DK×DK×M×DF×DF 为逐通道２D卷积

核计算量;M×N×DF×DF 为跨通道１×１大小卷

积核计算量.所以使用深度可分离卷积处理特征图

的计算量相对于使用标准３D卷积处理特征图的计

算量比例为

R＝
R２

R１
＝
１
N ＋

１
D２

K
. (３)

图１ 两种卷积核.(a)标准三维卷积核;(b)深度可分离卷积核

Fig敭１ Twotypesofconvolutionfilters敭 a Standard３Dconvolutionfilters  b depthwiseseparableconvolutionfilters

图２ ３种残差模块.(a)无瓶颈残差模块;(b)瓶颈残差模块;(c)可分离残差模块

Fig敭２ Threetypesofresidualmodules敭 a NonＧbottleneckresidualmodule  b bottleneckresidualmodule 

 c depthwiseseparableresidualmodule

　　假设输入６４通道５１２pixel×２５６pixel的特征

图,输出１２８通道２５６pixel×１２８pixel的特征图,
卷积核尺寸为３×３,则用深度可分离卷积的计算量

仅为用标准３D卷积计算量的１１．９％.可见用深度

可分离卷 积 代 替 标 准３D 卷 积 可 以 大 大 降 低 计

算量.
理论上增加网络深度可以让网络拟合更加复杂

的非线性函数,对提升网络性能有很大帮助.但在

实际过程中,随着网络层数加深,会出现准确率下降

的现象.经过分析,准确率下降是由于层数增加导

致反向传播过程中梯度消失造成的[２１].为解决传

统卷积层在网络层数加深时出现梯度消失的问题,

He等[２２]提出了残差学习框架.残差学习用残差映

射 H(x)表示期望得到的实际映射,用堆叠的多层

非线性网络拟合另一个映射F(x):＝H(x)－x,实
际映射关系可表示为F(x)＋x,可通过添加“捷径

连接”(跳过一个或多个层次的连接)实现.残差学

习中使用的“捷径连接”是恒等映射,没有增加新的

参数,也不会增加计算复杂度.若一个映射已被优

化,使其残差值趋于０比堆叠多个非线性网络拟合

恒等映射更加容易,所以对残差映射寻优比直接对

原始映射寻优更方便.
传统残差模块常用图２(a)所示的无瓶颈残差

模块和图２(b)所示的瓶颈残差模块两种设计方式,
其中BN和ReLU分别为批归一化模块和修正线性

单元模块.网络层数较少时,两种设计方式的参数
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量和精度几乎相同.但随着网络深度加深,瓶颈残

差模块需要增加的计算资源更少,无瓶颈残差模块

提升的精度更多[２３].为了在利用无瓶颈残差模块

精度优势的同时减少参数量和计算量,基于深度可

分离卷积和残差连接,设计了一种新型残差模块,称
为可分离残差模块,如图２(c)所示.可分离残差模

块采用３×３逐通道卷积替换３×３标准卷积,保证

网络在深度较大的情况下依然能保持较低的参数

量.用１×１的跨通道卷积进行通道间信息融合,可
以保证提取更有效的特征.可分离残差模块在进行

３×３卷积前未采用１×１卷积进行通道降维以保持

网络宽度,最终实现了学习性能和学习效率间的良

好平衡.
瓶颈残差模块和无瓶颈残差模块都可以引入深

度可分离卷积来降低参数量和计算量.表１对比了

输入输出均为２５６个通道和均为６４个通道时不同

类型残差模块的参数量.其中,In_Out_C代表输入

输出通道数;Bt代表瓶颈残差模块;NonＧBt代表无

瓶颈残差模块;DSＧBt和DSＧNonＧBt分别代表引入

深度可分离卷积后的可分离瓶颈残差模块和可分离

无瓶颈残差模块.输入输出６４通道时,DSＧBt的参

数量为２．７７k,其是Bt的６３．７％;DSＧNonＧBt的参

数量为４．６７k,其是 NonＧBt的１２．７％;输入输出

２５６通道时 DSＧBt的参数量为３５．６５k,是 Bt的

５１．２％;DSＧNonＧBt的参数量为６７．８４k,其是 NonＧ
Bt的１１．５％.所以,无瓶颈残差模块中引入深度可

分离卷积比瓶颈残差模块中引入深度可分离卷积在

降低参数量方面取得的效果更强,而且输入、输出通

道数越多,引入深度可分离卷积在降低参数量方面

取得的效果越强.
表１　不同残差模块的参数量

Table１　Weightsizesofdifferentresidualblocks

Residualblock Bt/k NonＧBt/k DSＧBt/k DSＧNonＧBt/k

In_Out_C
６４ ４．３５ ３６．８６ ２．７７ ４．６７
２５６ ６９．６３ ５８９．８２ ３５．６５ ６７．８４

　　结合表３的实验结果,在通道数较多的情况下,
输入相同通道数的特征图,Bt、DSＧBt的参数量和单

张图片测试时间均低于 NonＧBt、DSＧNonＧBt.其

中,DSＧBt的参数量和单张图片测试时间最低,但其

精度也最低,难以满足算法的精确度需求.NonＧBt
的精度最高,但其参数量和单张图片测试时间也最

高,难以满足算法实时性需求.NonＧBt的精度最高

说明增加网络宽度对提升分割精度有巨大作用,但
增加网络宽度也会增加网络参数量,影响网络效率.

DSＧNonＧBt的精度与 NonＧBt相近,但其参数量与

单张图片测试时间明显低于 NonＧBt,与Bt相近.
所以,为平衡精度和效率,采用DSＧNonＧBt,即深度

可分离卷积与无瓶颈结构结合作为可分离残差模

块.虽然针对的是语义分割任务,但提出的可分离

残差模块可以直接迁移到其他任务的网络架构上.

２．２　并行降采样模块

降采样是卷积神经网络中的一项重要内容,可
以极大地降低计算量,还可以增大卷积核感受野,让
较深的卷积层聚合更多的上下文信息,从而提升分

类精度[２４].但在语义分割任务中,降采样会使特征

图丢失边缘信息,造成分割像素精度下降.而且与

降采样相对的上采样操作也会增大网络计算量,降
低网络效率.为了进一步提高网络效率,减小降采

样在分割像素精度方面的影响,设计了一种将步长

为２的最大池化和步长为２的３×３卷积输出并行

连接的新型降采样模块,如图３所示.

图３ 并行降采样模块

Fig敭３ ParalleldownＧsamplingblock
该降采样模块利用３×３卷积核的感受野提升

了精度,同时利用最大池化的高效性提升了速度.
为了减小多次降采样造成的分割精度下降以及降低

多次上采样操作需要的计算时间,本文采用三次降

采样操作.为了弥补因降采样次数减少造成的感受

野下降问题,引入了膨胀卷积[２５Ｇ２６].膨胀卷积又称

空洞卷积,通过在卷积核中插“０”的方式,让卷积核

在不增加额外参数量的情况下增大感受野,从而聚

合更多的上下文信息.图４(a)为标准３×３卷积

核,感受野为３×３;图４(b)为膨胀率为２的３×３卷

积核,感受野为５×５.加入膨胀卷积,可以在不增

加额外参数的情况下扩大卷积核感受野,聚合更多

上下文信息,从而提升网络精度;图４(c)为可分离
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残差模块与膨胀卷积结合的方式,r代表膨胀率,本 文采用了４种膨胀卷积,膨胀率分别为２、４、８、１６.

图４ 膨胀卷积.(a)标准卷积核;(b)膨胀率为２的卷积核;(c)与膨胀卷积结合的可分离残差模块

Fig敭４ Dilatedconvolution敭 a Standardconvolutionfilters  b ２Ｇdilatedconvolutionfilters 

 c separableresidualmodulecombinedwithdilatedconvolution

２．３　可分离残差语义分割网络

为解决当前语义分割算法无法同时满足高精度

和高效率要求的问题,结合深度可分离卷积和残差连

接设计了一种残差模块———可分离残差模块,解决了

传统残差模块学习能力和运算效率低的问题.为进

一步提升网络效率,降低降采样对分割像素精度的影

响,设计了一种卷积和池化并行的降采样模块.以可

分离残差模块和并行降采样模块为基础,设计了一种

精确高效的语义分割网络,称为可分离残差网络.

如图５所示,采用编码Ｇ解码架构进行端到端网

络训练.网络由连续的编码器和连续的解码器构

成.编码器负责提取特征,并产生降采样的特征图.
解码器负责进一步对特征进行提取,并对编码器的

输 出 进 行 上 采 样,产 生 分 割 结 果.以 输 入

１０２４pixel×５１２pixel的三通道彩色图像为例,输
入图像在编码阶段经过多次降采样模块和可分离残

差模块提取特征后,进入解码阶段经过上采样模块

产生与输入图像大小相同的分割结果.

图５ 网络结构

Fig敭５ Networkarchitecture

　　表２展示了可分离残差网络的具体细节,其中

Block表示模块序列,Type表示模块类别,InＧRes和InＧ
C分别表示输入分辨率和输入通道数,OutＧRes和OutＧ
C分别表示输出分辨率和输出通道数.DownＧsampling
为降 采 样 模 块,DSＧNonＧBt为 可 分 离 残 差 模 块,

Deconvolution为去卷积操作,用于上采样.C为最终

的输出通道数,也是数据集的类别数.网络共包括２３
个模块,１~１６个模块属于编码器,１７~２３个模块属于

解码器.编码器主要由残差模块和降采样模块组成.
降采样模块会降低分割像素精度,同时也能降低计算

消耗.为平衡分割效率和分割精度,仅在第１、２、８个模

块使用降采样操作.由于网络只采用３次降采样操

作,较深的卷积层感受野较小,不能聚合足够的上下文

信息用于分类.为了让较深的卷积层能聚合更多的上

下文信息,在９~１６个可分离残差模块的２D卷积部分

分别加入了膨胀率为２、４、８、１６、２、４、８、１６的膨胀卷积,
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如图４(c)所示.为了防止过拟合,对所有的残差模块 采用Dropout正则化,并将Dropout概率设为０．３.
表２　网络具体细节

Table２　Detaileddescriptionsofournetwork

Network Block Type InＧRes/(pixel×pixel) InＧC OutＧRes/(pixel×pixel) OutＧC

Encoder

１ DownＧsampling １０２４×５１２ ３ ５１２×２５６ １６
２ DownＧsampling ５１２×２５６ １６ ２５６×１２８ ６４
３Ｇ７ ５×DSＧNonＧBt ２５６×１２８ ６４ ２５６×１２８ ６４
８ DownＧsampling ２５６×１２８ ６４ １２８×６４ １２８

９Ｇ１６
２×DSＧNonＧBt
(rate＝２,４,８,１６)

１２８×６４ １２８ １２８×６４ １２８

Decoder

１７ Deconvolution １２８×６４ １２８ １２８×６４ ６４
１８Ｇ１９ ２×DSＧNonＧBt ２５６×１２８ ６４ ２５６×１２８ ６４
２０ Deconvolution ２５６×１２８ ６４ ５１２×２５６ １６
２１Ｇ２２ ２×DSＧNonＧBt ５１２×２５６ １６ ５１２×２５６ １６
２３ Deconvolution ５１２×２５６ １６ １０２４×５１２ C

　　解码器主要用于进一步提取特征,并对编码器

的输出进行上采样,产生分割结果.为保证解码阶

段的像素精度,SegNet[２７Ｇ２８]和ENet[１３]在降采样模

块中进行池化操作时,除了储存结果元素外,还可额

外储存结果元素的元素索引.在上采样模块中调用

储存的结果元素和元素索引进行去池化操作.由于

要额外存储结果元素的元素索引,这种编码Ｇ解码方

式需要占用较多的内存.为了降低内存需要,本文

网络在进行上采样时用去卷积操作代替了上述的去

池化操作.
该网络可以充分利用可分离残差模块的学习能

力和学习效率.通过控制降采样模块的数量并结合

膨胀卷积,网络可以在分割效率和分割精度之间实

现良好的平衡.采用去卷积操作代替常用的基于元

素索引的去池化操作,可以大大降低网络的内存需

求.最终网络在基本满足实时的情况下,可以实现

较高的分割精度.

３　实验结果与分析

３．１　实验平台与数据集

基于PyTorch深度学习框架构建可分离残差

网络,硬件环境为GPUGeForceGTXTITANX.
为验证所提方法的有效性,在Cityscapes数据集上

进行语义分割实验.Cityscapes数据集是图像语义

分割领域中广泛采用的城市路面场景数据集,包含

５０００张精标注的图像数据和１９９９８张粗标注的图

像数据.实验是基于精标注数据进行的,未使用粗

标注数据进行预训练.５０００张精标注数据分为

２９７５张训练数据、５００张验证数据和１５２５张测试数

据.其中,测试数据的真实标签未提供,但可以在其

官方测试服务器上进行测试.Cityscapes路面场景

数据集的图像分辨率为２０４８pixel×１０２４pixel,所
有像素可标注为３０类,选择其中常用的１９类(路
面、汽车、行人等)进行训练和测试.最终使用平均

交并比(Miou)作为分割精度的评价标准,使用每秒

处理图像张数,即帧率(fps)作为分割速度的评价标

准.Miou反映预测值和真实值之间的相关度,相关

度越高,Miou越大.

Miou＝
TP

TP＋FP＋FN
, (４)

式中TP、FP、FN 分别为真正率(标签为正,预测结

果为正)、假正率(标签为负,预测结果为正)和假负

率(标签为正,预测结果为负).

３．２　不同残差模块对比

对编码器和解码器分开进行训练,所有实验均

未使用预训练模型.训练时先独立训练编码器,编
码器训练完成后,再结合解码器继续训练整个网络.
在编码器末端附加一个额外卷积层来训练编码器.
编码器训练完成后,移除额外添加的卷积层,并加上

解码器训练整个网络.训练过程中通过随机水平翻

转和０~２pixel的平移变换进行数据增强.
为验证可分离残差模块的有效性,对瓶颈残差

模块和无瓶颈残差模块均引入深度可分离卷积,并
对比４种残差模块的精度(Miou)、参数量和单张图

片测试时间,结果如表３所示.Bt和 NonＧBt分别

代表瓶颈残差模块和无瓶颈残差模块.DSＧBt和

DSＧNonＧBt分别代表引入可分离卷积后的瓶颈残差

模块和无瓶颈残差模块.Miou用来分析网络模型的

学习能力.参数量用来记录模型大小,是网络权重

和偏置的总和.单张图像测试时间用来评估网络效
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率,在该组实验中表示１０２４pixel×５１２pixel分辨

率图像的测试时间.为保证实验效率,这部分实验

用５１２pixel×２５６pixel的图像进行训练.
在输入通道数相同的情况下Bt、DSＧBt的参数

量和单张图片测试时间均低于 NonＧBt、DSＧNonＧ
Bt.其中DSＧBt的参数量仅为０．２２×１０６,单张图

片测试时间仅为１５ms,在所有残差模块中效率最

高.但DSＧBt精度仅为５４．３６％,难以满足算法的

精确度需求.NonＧBt的精度能达到６２．１９％,但其

参数量相当于Bt的１０倍,单张图片测试时间也相

当于Bt的２倍,难以满足算法实时性需求.DSＧ
NonＧBt的参数量为０．４９×１０６,与 Bt相近,仅为

NonＧBt的１６．２％,但 其 精 度 能 达 到６１．３７％,与

NonＧBt相近,明显高于Bt.为平衡精度和效率,采
用DSＧNonＧBt,即深度可分离卷积与无瓶颈结构结

合作为可分离残差模块.
表３　各残差模块的精度和效率

Table３　Accuracyandefficiencyofeachresidualmodule

Module Miou/％ Parameter/１０６ Time/ms
Bt ５７．１２ ０．３１ １８

NonＧBt ６２．１９ ３．０３ ３５
DSＧBt ５４．３６ ０．２２ １５

DSＧNonＧBt ６１．３７ ０．４９ ２４

　　为进一步说明可分离残差模块有效性,在参数

量相近的情况下对几种残差模块进行比较.将无瓶

颈残差模块的输入通道数设为瓶颈残差模块的１/４,

进行了两组对比实验,如表４所示,其中n 代表按照

表２结构设计的输入通道数.第一组实验对比了瓶

颈残差模块输入通道数不变,无瓶颈残差模块输入

通道数变为１/４时３种残差模块的结果.第二组实

验对比了无瓶颈残差模块输入通道数不变,瓶颈残

差模块输入通道数变为４倍时３种残差模块的结

果.这部分实验同样用５１２pixel×２５６pixel的图

像进行训练.
如表４所示,第一组实验中 Bt的精度高于

NonＧBt和DSＧNonＧBt,同时参数量也高于 NonＧBt
和DSＧNonＧBt,单张图像测试时间也为三者最长.
第二组实验中 NonＧBt和 DSＧNonＧBt的精度高于

Bt,而且参数量均比Bt少,单张图像测试时间也低

于Bt.分析原因为第一组实验中 NonＧBt和 DWＧ
NonＧBt的输入通道数过少,难以拟合复杂的非线性

函数,通道数增加后,NonＧBt和DWＧNonＧBt的精度

就会大幅上升,并超过Bt.第二组实验精度均明显

高于第一组,说明特征图通道数越多,网络越能近似

需要学习的损失函数,因此让网络更宽是增强网络

学习能力的有效方法.但网络加宽明显会使网络参

数量增加,运算时间增加.第二组实验中DSＧNonＧ
Bt的参数量为０．４９×１０６,仅为 NonＧBt的１６．２％,
且单张图像测试时间为２４ms,低于NonＧBt.这说

明所提的DSＧNonＧBt可以让网络宽度增加的同时

保持较低的参数量和较快的运算速度.

表４　通道数不同时各残差模块的精度和效率

Table４　 Accuracyandefficiencyofeachresidualmodulewithdifferentchannels

Module Channel Miou/％ Parameter/１０６ Time/ms
Bt n ５７．１２ ０．３１ １８

NonＧBt n/４ ５２．３８ ０．２０ １３
DSＧNonＧBt n/４ ５３．２３ ０．０５ １１
Bt ４n ６０．８１ ４．７１ ４５

NonＧBt n ６２．１９ ３．０３ ３５
DSＧNonＧBt n ６１．３７ ０．４９ ２４

３．３　探究通道降维的影响

为进一步提升可分离残差模块效率,对可分离

残差模块内部通道进行降维.在图２(c)中可以将

１×１卷积用于降维和升维,构建更高效的可分离残

差模块.实验分别测试了图２(c)中不用１×１卷积

降通道,图６(a)中用１×１卷积将通道数降为１/２
和图６(b)中用１×１卷积将通道数降为１/４时的精

度(Miou)、参数量和单张图像测试时间,结果如表５
所示.其中,DSＧNonＧBt代表所用的可分离残差模

块,DSＧBtＧ１/２和DSＧBtＧ１/４分别代表将通道数降为

１/２和１/４时的可分离残差模块.
如表５所示,不降通道的可分离残差模块精度

为６７．８２％,参数量为４９１k,单张图片测试时间为

８８ms.通道数降为１/２的可分离残差模块相对于

不降通道的可分离残差模块,精度下降３．３５％,参数

量降低３４．６％,单张图像测试时间减少１８ms.通

道数降为１/４的可分离残差模块相对于不降通道的

可分离残差模块,精度下降了６．９３％,参数量降低了

５１．９％,单张图像测试时间减少了２６ms.对可分

离残差模块内部通道进行降维,网络运算时间和参
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数量下降,网络效率提升,但效率提升效果不显著.
加入通道降维会使网络分割精度显著下降,这说明

在实际应用中应减少使用可分离残差模块中的通道

降维,所以本文模块采用不降维的设计方式.

图６ 与通道降维结合的可分离残差模块.(a)通道数降为１/２;(b)通道数降为１/４
Fig敭６ Separableresidualmodulecombinedwithchannelreduction敭 a １ ２channels  b １ ４channels

表５　与通道降维结合后的残差模块精度和效率

Table５　Separableresidualmodulecombined
withchannelreduction

Module Miou/％ Parameter/k Time/ms
DWＧNonＧBt ６７．８２ ４９１ ８８
DWＧBtＧ１/２ ６４．４７ ３２１ ７０
DWＧBtＧ１/４ ６０．８９ ２３６ ６２

３．４　与经典网络对比

与SegNet[２７]、ENet[１３]、SQ[１４]几种常用的实时

语义分割网络在分割精度和运算时间上进行了比

较.表 ６ 为 不 同 网 络 在 Cityscapes 数 据 集

２０４８pixel×１０２４pixel分辨率图像上每一类的分

割精度.表７为不同网络针对不同分辨率输入的运

算时间和帧率.从表７可看出,SRNet在输入为

２０４８pixel×１０２４pixel超大分辨率图像时能保持

１２frame/s 的 处 理 速 度.SRNet 处 理 一 张

２０４８pixel×１０２４pixel分 辨 率 图 像 的 时 间 为

８８ms,慢于ENet和SQ,但仍可基本满足算法实时

性.在分割精度方面,SRNet能达到６７．８６％的分

割精度,比ENet高９．５８％,比SQ高８．０２％.综合

分析,所提基于可分离残差模块的SRNet可以在分

割速度和分割精度上都达到较好的结果,可以实现

精确高效的语义分割.

表６　各网络的分割精度

Table６　Separationaccuracyofeachnetwork ％

ModelClassRoa Sid Bui Wal Fen Pol TLi TSi Veg Ter Sky Per Rid Car Tru Bus Tra Mot Bic
SegNet５６．９５９６．４ ７３．２ ８４．０ ２８．４ ２９．０ ３５．７ ３９．８ ４５．１ ８７．０ ６３．８ ９１．８ ６２．８ ４２．８ ８９．３ ３８．１ ４３．１ ４４．１ ３５．８５１．９
SQ ５９．８４９６．９ ７５．４ ８７．８ ３１．６ ３５．７ ５０．９ ５２．０ ６１．７ ９０．９ ６５．８ ９３．０ ７３．８ ４２．６ ９１．５ １８．８ ４１．２ ３３．３ ３４．０５９．９
ENet５８．２８９６．３ ７４．２ ７５．０ ３２．２ ３３．２ ４３．４ ３４．１ ４４．０ ８８．６ ６１．４ ９０．６ ６５．５ ３８．４ ９０．６ ３６．９ ５０．５ ４８．１ ３８．８５５．４
SRNet６７．８６９７．１ ７８．６ ８９．６ ４９．３ ５１．２ ５６．９ ５７．５ ６６．３ ９０．４ ５７．０ ９２．２ ７１．８ ４８．６ ９１．７ ５５．７ ７０．２ ５８．３ ４０．３６６．０

表７　各网络的分割效率

Table７　Separationefficiencyofeachnetwork

Model

２０４８×１０２４ １０２４×５１２ ５１２×２５６ １９２０×１０８０ １２８０×７２０ ６４０×３６０

Time/

ms

Frame
rate/

(frames－１)

Time/

ms

Frame
rate/

(frames－１)

Time/

ms

Frame
rate/

(frames－１)

Time/

ms

Frame
rate/

(frames－１)

Time/

ms

Frame
rate/

(frames－１)

Time/

ms

Frame
rate/

(frames－１)
SegNet ６４１ ２ １６９ ６ ４１ ２４ ６３７ １ ２８９ ３ ６９ １４
SQ ５９ １７ １９ ５３ ６ １６７ ５８ １７ ３３ ３０ ９ １１１
ENet ４９ ２０ １３ ７７ ７ １４３ ４６ ２１ ２１ ４６ ７ １３５
SRNet ８８ １２ ２４ ４２ ６ １６７ ８８ １２ ３７ ２７ ９ １１１

３．５　与ENet网络定性对比

为直 观 展 示 SRNet的 优 越 性,与 经 典 网 络

ENet[１３]进行了定性对比.图７为SRNet和ENet

的定性对比结果.图７(a)为输入图像,图７(b)为真

实标 签,图７(c)为 ENet输 出 结 果,图７(d)为

SRNet输出结果,图中圈出部分为着重对比部分.
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在第一列实例中,左侧多辆汽车中间有几辆自行车,

ENet将其全部分割成汽车,SRNet可分割出自行

车部分;在第二列实例中,对于一个骑自行车的人,

ENet仅将其分割成了行人,SRNet既分割出了行

人,也分割出了自行车;在第三列实例中,SRNet对

汽车尾部的分割效果明显优于ENet;在第四列实例

中,SRNet对电线杆等边缘细节要求较高的类别分

割效果明显优于ENet的分割效果.由此可知,在
处理 边 缘 细 节 和 较 小 目 标 时,SRNet展 现 了 比

ENet更精确的分割结果.因此所提SRNet在分割

效果上相较于ENet有了较大提升.

图７ SRNet和ENet的定性对比.(a)输入图像;(b)真实标签;(c)ENet输出结果;(d)SRNet输出结果

Fig敭７ QualitativecomparisonbetweenSRNetandENet敭 a Inputimage  b groundtruth 

 c ENetresult  d SRNetresult

４　结　　论

基于深度可分离卷积和残差连接,设计了一种

更高效的残差模块,称为可分离残差模块,解决了传

统残差模块的效率限制问题.提出了一种池化和卷

积并行的降采样模块,并引入膨胀卷积,解决降采样

造成的分割像素精度下降的问题.基于所提可分离

残差模块和降采样模块,设计了一种可以充分利用

其学习效率和学习能力的精确高效语义分割网络.
与以往通过增大网络复杂度、计算消耗量提升精度

的方法或通过牺牲网络精度获取网络效率的方法不

同,SRNet综合考虑分割精度和分割效率,实现精

确高效的语义分割.在Cityscapes数据集上进行实

验,SRNet可在１２frame/s的处理效率基础上达到

６７．８６％的分割精度.实验结果表明,本文方法能够

实现分割精度和分割效率的平衡,可以进一步应用

到智能驾驶场景理解等需要保持算法稳健性和实时

性的智能视觉应用中.
未来将在降低模型功耗方面进行更加深入的实

验,还会通过权重二值化等模型压缩技术进一步降

低模型的计算资源需求,以促进语义分割在智能视

觉中的应用.
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